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Resumen

Partiremos de un proceso estocastico en tiempo discreto y espacios de estados con-
tinuo, {X;},c,, del que hemos observado parte de su trayectoria, es decir una serie
temporal

(X1,...,Xn).

El principal objetivo consiste en obtener predicciones para la misma en instantes
futuros de tiempo, existiendo para ello tres corrientes: la paramétrica, la no paramé-
trica y la semiparamétrica.

La clase de modelos ARMA sigue siendo hoy en dia, la familia paramétrica més
utilizada. Las razones de su éxito se deben a la generalidad, la relativa facilidad
de implementaciéon y la habilidad de proporcionar predicciones lineales éptimas. Sin
embargo, existen situaciones donde las familias paramétricas no pueden ser adop-
tadas con seguridad. En tales situaciones los modelos no paramétricos ofrecen una
alternativa idonea.

Los modelos semiparamétricos que se presentan en este trabajo ofrecen una modeli-
zacion alternativa de las series temporales. En ellos, se descompone la predicciéon en
dos componentes: una no parameétrica y otra paramétrica, modelizable a través de la
metodologia Box-Jenkins. Para analizar cuél de ellos proporciona mejores resultados,
se realizard un andlisis comparativo a través de varios estudios de simulacién, donde
consideraremos muestras de tamafno n = 500, {xy,...,z,}. De estas n = 500 obser-
vaciones, seleccionaremos las T' = 450 primeras para construir los modelos (muestra
de entrenamiento), dejando las n — T = 50 restantes para la posterior comprobacion
(mediante diversos criterios de error).

Finalmente, se aplicaran los modelos presentados a la serie temporal de la superficie
semanal quemada en los incendios forestales gallegos desde el ano 1999 hasta el
2008. En este caso se tomara como muestra de entrenamiento la correspondiente al
periodo 1999 — 2007, esto es {s1, ..., S4es}, dejando el ano 2008 {s4g0, - - - , S520}, para
la validacion.






Capitulo 1

Introduccion

Un incendio forestal es el fuego que se extiende sin control en terreno forestal y
afectando a combustibles vegetales (Molina et al., 2009). También puede definirse
como el fuego que se expande sin control sobre especies arboreas, arbustivas, de
matorral o herbaceas, siempre que no sean caracteristicas del cultivo agricola o fueren
objeto del mismo y que no tengan calificacion de terrenos urbanos, afectando a
vegetacion que no estaba destinada para la quema. En la literatura cientifica se
utiliza el término inglés wildfire aunque también puede aparecer referenciado como
brush fire, bushfire, forest fire, desert fire, grass fire, hill fire, peat fire, vegetation fire
o veldfire, en funciéon del tipo de vegetacion sobre el que se desarrolle.

El fuego es un componente importante en muchos ecosistemas forestales (Moritz,
2003), con una gran influencia en las consecuencias ecologicas (Minnich and Bahre,
1995) y las funciones econémicas del bosque (Hardy, 2005). Estos fenémenos, al
igual que otros como avalanchas, terremotos, tormentas de arena, etc., tienen la
propiedad de que cuando ocurren por encima de un determinado umbral producen
una cascada de actividad ambiental, social y economica (Malamud et al., 1998). A
su vez experimentan comportamientos muy distintos segin los diferentes ambitos
en los que se puedan localizar (Reed and McKelvey, 2002), variando en funcion de
variables naturales y socioeconémicas ligadas a los paisajes forestales, y presentando
comportamientos dificilmente parametrizables.

En los paises Mediterraneos, el fuego se ha convertido en un problema muy grave
durante las tltimas tres décadas y es actualmente la principal causa de destruccion
de los bosques, con una media de area quemada de 500.000 hectareas por afo (Vélez,
2002). En Galicia han ardido 475.940 ha. entre los anos 1996 y 2011, sobre un total
de 2.060.500 ha. de superficie forestal. El maximo anual se alcanz6 en el ano 2000,
en el que se quemaron un total de 95.945 ha. (DGCN, 2006). Por ello los incendios
forestales son percibidos como el principal problema medioambiental de la region
(Alonso-Betanzos et al., 2003; Chas, 2007).
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1.1. La situacion forestal en Galicia

Segun el tercer y tltimo Inventario Forestal Nacional de Espania (1997-2007) (MARM,
2008), la superficie forestal de Galicia representa el 69 % de toda la superficie gallega.
La superficie forestal espanola representa el 51.9 % del total y la de la Union Europea
(UE), el 43.7%. Espana en superficie forestal solo se ve superada en la UE15 por
Suecia con el 66.9% y por Finlandia con el 67.3 %.

La superficie forestal gallega es de 2.039.575 ha.; y la arbolada, que es de 1.4 millones
de ha. (el 10 % de la superficie forestal arbolada espafnola y el 2.5 % de la europea),
ha aumentado un 34 % en los tltimos diez anos.

Galicia es una potencia forestal al ser la mayor productora de madera de Espana. En
el afio 2010 alcanzoé la cifra de 6.868.500 m?2, lo que supone el 50 % de la produccion
maderera espanola y del orden del 4.5% de la europea (Fearmaga, 2011).

TOTAL CORTAS GALICIA: 6.868.500 m* c.c. * (+12%)

SEGUNDA TRANSFORMACION EN GALICIA

T civee apeowethomemito dormdatico de oy et modo sepen datedo fuestes e te LS p 2 mddn de =4 oo v otres peavefos
certdndes con destnos fuere de @ codeme de o maodere

T LOTIUTICE O OIS OCTE MU e O LoD ond eed CONLOET OGS D0 M LSTnENDE O MOOeTd Con Otrce [errlonon ¢ bhalorce
e modera av slock

Figura 1.1: Fuente de informacion: Resultados Industria de la Madera de Galicia 2010
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1.2 La base de datos 1

Desde 1973 al 2002 la produccién maderera gallega se multiplico por 3.2 mientras
que el total de Espana se multiplico por 1.4. De esta produccién el pino gallego
representa el 27.29 %, el roble (“carballo”) el 13.36 %, el eucalipto el 12.39% y el
carballo cerquifio o rebolo (otra modalidad del roble) el 7.15 %.

La figura (1.2) representa graficamente el peso del sector forestal en las diferentes
comunidades auténomas .

Galicia produce:

050-55% de la madera

040% del tablero,/’;ﬂ

a 3'/‘3% dé los péneles, (74% de los de fibras y MDF)

030% de la celulosa (50% de la madera para la produccion de celulosa)

Figura 1.2: Produccién de madera en Espana

La propiedad del monte gallego es minifundista, pues, hay del orden de 600.000
propietarios (la poblacion gallega es de 2.76 millones de habitantes en el 2006) y 2.860
comunidades de montes (Marey-Pérez and Rodriguez-Vicente, 2009). Hay 645.380 ha.
de superficie forestal que son montes en mano comtn y que suponen un tercio de la
superficie forestal de Galicia (Marey-Pérez et al., 2006). Tampoco conviene olvidar
que en Galicia, en los 315 ayuntamientos hay 30.000 nicleos de poblacién, es decir,
la mitad de los nticleos de poblacion de Espaiia 2.

1.2. La base de datos

En el ano 1956 se cred el Servicio de Incendios Forestales. A partir de su creacion
se inici6 la sistematizacion de los datos estadisticos referentes a estos siniestros, que
hasta entonces se habian recogido de modo irregular por los servicios provinciales

"Fuente de informacion: Martin (2010)
2Fuente de informacion: INE (2011)
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de los Distritos y el Patrimonio Forestal (Enriquez-Alcalde, 2010). En el ano 1967
comienza el proceso de informatizacion de los datos y la elaboracién de un nuevo mo-

delo de Parte de Incendio (formulario utilizado para el acopio de datos), recogiéndose
la informacion a partir del afio 1968 de esta forma (MARM, 2008).

Tras la transferencia de competencias en la gestion de los montes a las Comunidades
Auténomas durante los anos 1984 y 1985, en 1992 se cred la Comision Técnica de
Normalizacion, cuyas funciones posteriormente fueron asumidas por el Comité de
Lucha contra Incendios Forestales (C'LIF), tras la promulgacion en 1994, del Real
Decreto que creaba la Comisién Nacional de Proteccion de la Naturaleza. Esto ha
permitido disponer de la informaciéon de los incendios forestales en formato digital
desde 1968, conformando la Estadistica General de Incendios Forestales (EGIF)
(Enriquez-Alcalde, 2010).

En la actualidad el Area de Defensa contra Incendios Forestales (ADCIF) del ac-
tual Ministerio de Agricultura Alimentacion y Medio Ambiente (M AGRAM A) es el
organismo encargado de la elaboracion y publicacion de esta estadistica con caracter
nacional, a partir de la informacién que remiten las Comunidades Auténomas, de
cada uno de los siniestros forestales que ocurren en el Estado.

La informacion recogida por la Estadistica General de Incendios Forestales a través
del Parte de Incendio se ha visto modificada con el paso de los anos, adaptandose
a las necesidades marcadas por la evolucion del fenémeno del incendio forestal y
de los medios utilizados para su detecciéon y extincion, manteniendo sin embargo la
necesaria continuidad y compatibilidad de dicha informacién. La tiltima actualizacion
del Parte de Incendio entr6 en vigor en el ano 2005 y la informacién recogida hace
referencia a los siguientes aspectos *:

= Localizacion.

= Tiempos de llegada de los medios, control y extincion del siniestro.

= Deteccion y lugar de inicio.

» Causalidad y motivaciones de la intencionalidad.

= Condiciones de peligro en el inicio del incendio.

= Tipo de fuego.

= Medios utilizados para la extincion.

= Técnicas de extincion.

» Pérdidas: victimas, superficies afectadas y efectos ambientales.

» Incidencias de proteccioén civil.

= Afeccion a espacios naturales protegidos y a reforestacion de tierras agrarias.

3Una revisién mas detallada puede contemplarse en el apéndice A.
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1.3. Los incendios en Galicia

En las dltimas décadas, el estudio de los incendios forestales en Galicia ha suscitado
gran interés dada su alarmante evolucion.

Number of fires (1969-2008)

——HLrrher affires in Spain = Number cf firesin Galcia = Nurnber of “iresin res: cf Spain
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Burnt area (1969-2008)

——Bumt area in Spain ——Bumt area in Galicia ——Burnt area in rest of Spain
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Figura 1.3: Gréaficas comparativas del ntumero de incendios y area quemada

Como se puede apreciar en la figura (1.3), la evolucion del niamero de incendios en
esta comunidad muestra un comportamiento fundamentalmente creciente desde el
ano 1969 hasta el 1997, seguido de un decrecimiento en los afios posteriores. Ademas,
obsérvese como entre 1995 y 2002, el nimero de incendios ocurridos en la comunidad
gallega supera claramente a los registrados en el resto de Espana. En cuanto a la
superficie quemada, se observa un comportamiento oscilatorio de amplitud conside-
rablemente grande entre los anos 1978 y 1990, contemplando el maximo historico en
el ano 1989. En relaciéon a lo ocurrido en Espana, se observa como en los anos 1976
y 2006, el drea quemada registrada en Galicia supera a la del resto del pais.

La base de datos * analizada en este trabajo recoge los incendios registrados en
Galicia desde el ano 1999 al 2008. El total de incendios registrados en estos 10 anos
es de 85.134, distribuidos por provincias segin se muestra a continuacion:

4Fuente de informacién: Ministerio de Agricultura Alimentaciéon y Medio Ambiente
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Distribucién de los incendios
Ano | A Coruna | Lugo | Ourense | Pontevedra | Total
1999 1907 | 1111 3148 2396 | 8562
2000 2283 | 1912 5284 3019 | 12498
2001 2636 922 3539 2829 | 9926
2002 2326 | 1241 3887 3261 | 10715
2003 1917 | 1587 2688 2321 | 8513
2004 2993 | 1030 3340 3225 | 10588
2005 2631 | 1125 4270 3883 | 11909
2006 2361 871 1601 2071 | 6904
2007 538 321 1437 757 | 3053
2008 342 280 1329 515 | 2466
Total 19934 | 10400 30523 24277 | 85134

Tabla 1.1: Distribucion de los incendios por provincias

Como se puede apreciar en la tabla (1.1), Ourense es la provincia gallega en la
que se produce un mayor namero de incendios (excepto en el ano 2006 donde A
Coruna registra una mayor cantidad). Ademas, podemos afirmar que Pontevedra
y A Coruna poseen ciertas similitudes en cuanto a la distribucion del nimero de
eventos, mientras que Lugo se presenta como la provincia gallega donde existen
menos incendios. Relativo a la distribucién temporal de los incendios, se observa una
tendencia decreciente en los tres ultimos anos, siendo 2000 y 2005 los que presentan
mayores cantidades.

Diferentes autores han realizado trabajos con el objetivo de relacionar las componen-
tes espaciales y temporales de los incendios forestales en variables como el ntimero de
incendios o la superficie quemada. Trabajos interesantes en es tema son los propues-
tos por (Lee et al., 2006), que relaciona el area quemada y el namero de incendios
ocurridos en Korea entre los afios 1970 y 2003, o (Li et al., 2003) donde se modeliza
una variable importante para la presencia de incendios, como es el indice de seque-
dad del suelo (SDI) a través de modelos ARMA. Autores como (Beckage and Platt,
2003), para el caso de los incendios en Florida (EEUU), y (Riafno et al., 2007) para
los incendios en Africa Tropical, modelizan el drea quemada por medio de modelos
ARIMA. En todos estos trabajos la metodologia desarrollada permite anticiparse en
el tiempo y activar los sistemas de prevencion y lucha contra el fuego.

El objetivo del trabajo es la implementacion y validacién de un modelo de anélisis
temporal con capacidad predictiva a un ano para variables tales como, ntimero de
incendios o superficie forestal quemada en Galicia.



Capitulo 2

El modelo semiparamétrico

Los modelos semiparamétricos que se presentan a continuacién permiten modelizar
series temporales y calcular predicciones para las mismas en instantes futuros de
tiempo. Estos modelos suponen una alternativa a la metodologia Box-Jenkins; pero
a diferencia de estos dltimos en los que la modelizacion es Ginicamente paramétrica,
en los modelos semiparamétricos se descompone la prediccion en una componente no
paramétrica y otra paramétrica, modelizable a través de un ARMA .

Ademés, es frecuente acompanar las predicciones por los correspondientes intervalos
de prediccion, siendo éstos tipicamente mas informativos. Si la hipotesis de norma-
lidad sobre los residuos no se cumple, los intervalos de confianza clasicos no pueden
garantizar su nivel de confianza. Por este motivo se han incorporado los intervalos
de prediccion bootstrap.

2.1. Modelizacion ARMA posterior a la suavizacion

Este modelo semiparamétrico propuesto por (Garcia Jurado et al., 1995), se basa a
grosso modo, en descomponer la prediccién en una componente no paramétrica que
estima la tendencia y una prediccion Boz-Jenkins de la serie de los residuos.

2.1.1. Introduccién

Sea (Z,,Y)), con [ = 0,£1,4+2,... una serie estrictamente estacionaria, donde Z,
es una serie r-dimensional y Y; es una serie respuesta unidimensional. El objetivo
consiste en estimar

p (&) = (F(12=4)),

!Una breve revision de los modelos ARMA puede contemplarse en el Apéndice B
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donde F (.|Z; = 2)) denota la distribucion condicional de Y; dado Z; = 2, usando
una serie temporal {(Z;,Y])} de longitud n. Frecuentemente, ¢ es la media o mediana
funcional. En particular, cuando Y; = Xy, conk > 1y Z; = (X;,..., X;_»41), siendo
X, una serie estacionaria, estamos estimando la funcion de autorregresion de orden
k,

e (20, ... 2)) =E [ X (X, X)) = (21,0, 20)], (2.1)

usando una muestra {X; ,,11,...,X;} de tamano m.

Como ya se ha mencionado anteriormente este enfoque esta basado en procedimientos
no paramétricos, estimando la funcion ¢ (2)) = E[Y;|Z; = 2}] sin realizar ninguna
hipotesis paramétrica sobre ella.

n
=17

En general, dada una muestra {(Z;,Y;)}._,, se puede expresar el estimador mediante:

P (#) =D Wi (2. (Z1.Y1) .., (Zn, Vo)) Vi, (2.2)

i=1

siendo {W,,;} una sucesion de pesos.

En este tema, podemos resaltar el articulo propuesto por (Yakowitz, 1985), en el cual
se predice Y; = Xy a partir de Z; = X; usando una muestra {Xi,...,X,,} de un
modelo Markoviano estacionario. La funcion p(z) = E[X;41|X; = z] es estimada a
partir de (2.2) usando pesos tipo kernel,

<57
Wni (ac, (Xl,XQ), e (Xnan+1)) = n s = 1,. o, —=m — 1, (23)

n

;K (x znxj)

donde K es la funcion kernel y h, es el pardmetro ventana. En este articulo, Yakowitz
propone la prediccion @, (X;) como una buena alternativa a los modelos ARMA.

También cabe resaltar el articulo propuesto por (Yakowitz, 1987), en el que se predice
}/t = Xt+1 a partir de Zt = (Xt7 Xt—17 Ce aXt—p1+17 Ut7 ey Ut_p2+1), donde p1+p2 =P,
X, es una serie estacionaria, U; es una serie estacionaria exdgena y la secuencia de
pesos es del tipo del K,,-vecino mds prozimo,
1
27 —Zil|<R(n) .
Wi (zlo,(Zl,Yl),...,(Zn,Yn)): {I k; }, i=1,...,n, (2.4)
construidos usando una muestra de tamano m de X; y la correspondiente exdgena
Uyconps <pryn=m-—pi.

2.1.2. Modelo 1: Definicién y caracteristicas

El modelo semiparamétrico 1 (Modelizacion ARMA posterior a la suavizacion) es
presentado como una alternativa a la metodologia Box-Jenkins, generalizando el

-8 -



2.1 Modelizacion ARMA posterior a la suavizacion 2

procedimiento no paramétrico al modelo semiparamétrico. Consideremos el modelo
Y= p(Z) + e, (2.5)

donde ¢; tiene una estructura ARM A(q, s) independiente de Z;. El objetivo es la ob-
tencion de la prediccion de Y; una vez observada la serie Y; hasta el tiempo t —k vy Z;
hasta el tiempo t. En particular, usando la muestra {(Z;_n11-%, Yi—n+1-%) - -+ » (Ze—k, Yiek) }
de tamano n, la prediccion }A/t de Y; es definida mediante

BulZ) + 2, (2.6)

donde @, es la estimacion no paramétrica dada por (2.2), considerando por ejemplo
pesos del tipo (2.3) o (2.4) y €, es la prediccion Boz-Jenkins a k retardos construida
a partir de la componente ARMA estimada de la serie,

é\t - )/;g - gQ\H(Zt). (27)

Las predicciones obtenidas con este modelo semiparamétrico suelen ser mejores que
las obtenidas utilizando los modelos no paramétricos, pues en estos tdltimos, los
residuos pueden no ser ruido blanco y en consecuencia podriamos estar dejando
informacion sin tratar.

2.1.3. Intervalos de prediccién bootstrap

Los intervalos de prediccion bootstrap se presentan como alternativa a los intervalos
de prediccion cldsicos, ya que el comportamiento de estos tultimos empeora cuando
las hipotesis sobre los residuos no se verifican.

Para simplificar el problema, consideremos el modelo (2.5) sin componente no para-
métrica, esto es ¢ = 0, y con {e;} siguiendo una estructura AR(q). En tal situacion
(Tombs and Schucany, 1990) proponen un mecanismo bootstrap para aproximar
la distribucion condicional de e; dado €;_g, €;—g—1,...,€—(n+k)+1. En este contexto
se propone un mecanismo mas general que puede ser usado en modelos ARI(q,d).
Supongamos que {e;} en (2.5) sigue una estructura ARI(q,d), es decir, admite la
expresion

¢(B)(1 - B)e; = a,

donde ¢(B) =1—¢1B — ¢3B* — ... — ¢,B4, B denota al operador retardo (definido
por BX; = X; 1) v {a;} es ruido blanco. Es evidente que la serie diferenciada
é; = Ve, sigue un modelo AR(q) y en consecuencia se puede calcular &5, , (i =
—n+1+d,...,—q e i =1,...,k) de forma anéloga a lo hecho en (Tombs and
Schucany, 1990), cuyo algoritmo para una serie {Xi,..., X, }, modelizada a través
de un AR(p), puede resumirse en:

1. Construir los residuos hacia atras:

€ =Xi— 01 Xiy1 — G2 Xipo — . — 9pXiyp, i=n—pn—p—1,...,1
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., . ~ ~ ~
y calcular su version corregida, e;, donde e, =e; — €, con

3

1
n—p

€;.
i=p+1

e =

2. Arrojar errores bootstrap hacia atras, €}, de la funcion de distribucion empirica
de los residuos hacia atras corregidos.

3. Definir réplicas bootstrap hacia atras:

¢1X1+1—|—¢52 ot T OpX Z+p—|—el, t1=n—pn—p—1...,1

4. Calcular versiones bootstrap de los estimadores, gg’{, g/b\; e QAS;

5. Construir residuos hacia adelante:

;=X =01 Xio1 — 0o Xs o — ... —0pXip, t=p+1p+2,....n
y su version corregida a;.

6. Arrojar errores bootstrap hacia adelante, a , de la funcion de distribucion
empirica de los residuos hacia adelante corregidos.

7. Definir las réplicas bootstrap hacia adelante:

nﬂ—abl n+]1+¢2 mijo T +¢ Xhi g tan, j=12..k

Luego, la serie bootstrap puede ser producida por:

~x ~ ~ ~% ~x
{ —k—4+10 et—q—k7 Ct—q—k+1y- -3 Ct—krCt_fi1y--+5 6

Replicando el proceso bootstrap muchas veces se obtiene el siguiente intervalo de
prediccion aproximado (a k retardos) para e;:

(zt (/) Z:(lfa/m) 7
(@/2)

donde z; v 27172 denotan los cuantiles a/2 y 1 — «a/2 de la distribucién
bootstrap de e;. De este modo, dado el modelo (2.5) se puede dar un intervalo
semiparamétrico de prediccion para Y; usando el intervalo de prediccion bootstrap,
expresado mediante:

(Ba(20) + 2 Gu(2) + 50, (2.8)

donde los cuantiles bootstrap z* son obtenidos de la componente ARMA, {e;},. La

(Oé/Q) (1—a/2)>

consistencia del intervalo ( 2, es una consecuencia del bootstrap para

modelos ARI, y su demostracion puede verse en (Garcia Jurado et al., 1995).
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2.2. Suavizacion posterior a la modelizacion ARMA

Este modelo semiparamétrico introducido en (Dabo Niang et al., 2010) proporciona
predicciones maés eficientes de un proceso estrictamente estacionario admitiendo una
representacion ARMA.

El procedimiento esta basado en la estimacion de la representacion ARMA, seguida
por una regresion no paramétrica donde los residuos del modelo ARMA son usados
como variables explicativas. Comparado con los métodos de regresion no paramé-
tricos estandar, el ntmero de variables explicativas puede ser reducido de forma
considerable.

2.2.1. Introduccién

Después de décadas de modelos de series temporales no lineales, la clase de modelos
ARMA sigue siendo hoy en dia, la familia paramétrica mas utilizada. Las razones
de su éxito se deben a la generalidad, la relativa facilidad de implementacion y la
habilidad de proporcionar predicciones lineales 6ptimas.

Si un proceso estacionario {X;} es un modelo ARMA, su predictor lineal 6ptimo,

o0

EL (X, (Xpu<t)] = a; X, (2.9)

=1

es obtenido a partir del modelo ARMA. Sin embargo, los modelos ARMA también
tienen importantes inconvenientes, como por ejemplo el desvanecimiento de la ge-
neralidad cuando se hacen fuertes hipotesis sobre el ruido. En tal caso, el predictor
lineal 6ptimo no coincide con el predictor éptimo,

E[X,| (Xpu<t)] =6 (X1, Xia,...). (2.10)

En situaciones donde las familias paramétricas no pueden ser adoptadas con seguri-
dad, los modelos no paramétricos ofrecen una alternativa idonea. La regresion tipo
nucleo puede ser una eleccién atractiva, pues tiene por objetivo la estimacion de la
funcion de regresion del proceso X; en sus valores pasados X;_1,... X;_g4, es decir

T(Xt—h . Xt—d) =E [Xt|Xt—17 Ce Xt—d] s (211)

sin el requerimiento de fuertes hipotesis sobre el proceso generador de los datos.
Ahora bien, la eleccion del nimero d es crucial, pues si d es demasiado pequeno, es
probable que las predicciones no paramétricas dejen de ser optimales (incluso cuando
el nimero de observaciones aumenta). Por otra parte, si d es demasiado grande el
método esta sujeto al llamado problema de la dimensionalidad (el estimador nicleo
converge a una tasa de n?+9 la cudl se hace pequeiia si d es grande).

- 11 -
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2.2.2. Modelo 2: Definicién y caracteristicas

Consideraremos una tercera clase de predictores de series temporales combinando
técnicas paramétricas y no paramétricas. La idea consiste en utilizar los residuos
ARMA como regresores en el enfoque no paramétrico. Mas precisamente, se consi-
deran dos enfoques. En el primero se usa

f(Xt—la e 7Xt—€> €t—1,y.-- 76t—m) (212)
como aproximacion del predictor optimal dado en (2.10), donde
€t — Xt — ]EL [Xt| (Xu,u < t)]

denota la innovacion lineal del proceso estacionario X,;. El uso de la regresién no
paramétrica tiene como objetivo captar la estructura no lineal de X; mientras que
el uso de las innovaciones lineales alivia los efectos mencionados anteriormente del
problema de la dimensionalidad. Dado que los €;s no son observables, éstos seran
reemplazados por los residuos ¢; de un modelo ARMA.

El segundo enfoque utiliza la descomposicion del predictor optimal dado en (2.10)
como suma del predictor optimal lineal y el predictor optimal (no lineal) de las
innovaciones del proceso:

E[Xy| (Xu,u < )] =EL[Xy| (Xu,u < )]+ Ee&] (€y,u < t)]. (2.13)

La idea consiste en estimar el primer término de forma paramétrica y el segundo de
forma no paramétrica. Al igual que sucedia en el caso anterior, las innovaciones no
son conocidas por lo que seran reemplazadas por los residuos del modelo ARMA.

Ademas, en (Dabo Niang et al., 2010) se establece la consistencia y normalidad
asintética para los estimadores propuestos en ambos enfoques.

Estimadores tipo ntcleo aplicados a los residuos ARMA

Muchos procesos no lineales admiten representaciones ARM A. Esto no debe sorpren-
dernos pues por el teorema de Wold, si el proceso estocastico {X,} es estacionario y
no contiene componentes deterministas, entonces admite una representacion del tipo

Xt =c+ ¢0at + ¢1at_1 + ..., (214)

Conwozlyzw§<oo.

=0

Luego el resultado anterior garantiza que cualquier proceso estacionario o bien es
lineal o bien puede ser transformado para que lo sea (sin més que sustraerle la
componente determinista). Ademas la representacion M A infinita anterior puede ser

- 12 -
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aproximada mediante modelos ARM A con 6rdenes finitos. El ruido de esa represen-
tacion ARM A es la innovacion lineal de {X;} y no serfa una secuencia de variables
iid (pues de otra forma {X,} serfa un proceso lineal). Estas representaciones se de-
finen como representaciones ARMA débiles en contraposicion a las representaciones
ARMA estandar en las que se supone que el ruido es iid.

El comportamiento de los residuos ARMA débiles, €, se muestra en la siguiente
proposicion:

Proposicién 2.2.1 Bajo condiciones de regularidad (véase Dabo Niang et al. (2010)),
se tiene que

& =€+ s+ 0p(nY?), conls| < Cpt, (2.15)
donde las constantes p € (0,1) y C solo dependen de los valores iniciales. Es mas

n

> e —al =0p(n 1),

t=1

Si 7(x) = 7 (&|(€-1,...,6-q) = z) denota el estimador tipo nicleo de la regresion
de € sobre €_1,...,€_q4, evaluado en x = (z1,...,x,4), entonces es legitimo el uso de

A~

XtL + T (/E\t—la S 7/6\15—d) ;
pues bajo condiciones de regularidad se tiene que:

Tlel(€-1,. .., 6—q) = 2] — Ele| (-1, . .., €—a) = 7]
n—oo

en probabilidad.

Implementaciéon

Por simplicidad asumiremos que hemos observado X1, ..., X,, y consideremos la pre-
diccion a un retardo, X, 1. Pueden ser investigados tres predictores de X, 1:
1. El estimador puramente no paramétrico,
XN =7 (X ooy Xomar1) s (2.16)

donde 7 denota el estimador de Nadaraya-Watson de la funcion de regresion
evaluado en X,,, ..., X, _411.

2. El estimador puramente paramétrico, X = 1
3. El predictor mixto,

donde los €,s son los residuos del modelo ARMA.
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Capitulo 3

Un estudio de simulacion

En este capitulo realizaremos la simulacién de varios modelos teéricos, aplicaremos
los modelos semiparamétricos vistos en el capitulo (2) y realizaremos un estudio
comparativo entre ambos.

En todos los ejemplos que se mostraran a continuacion realizaremos la simulacion
de n = 500 observaciones de un modelo tedrico conocido. De estas n = 500 ob-
servaciones, nos quedaremos con T = 450 para construir los modelos (muestra de
entrenamiento), dejando las n — T" = 50 restantes para la posterior comprobacion
(muestra de validacion).

Recuérdese que los modelos semiparamétricos considerados descomponen la predic-
cibn en una componente paramétrica (modelizable a través de la metodologia Box-
Jenkins) y otra no paramétrica. Esta tltima estimacion se realizara eligiendo el me-
jor modelo de entre los siguientes: regresion tipo nicleo, lineal local, B-Splines y
P-Splines . La seleccion del modelo de regresion 6ptimo se llevara a cabo mediante
el siguiente algoritmo:

i) Dada la muestra de entrenamiento de tamano T, {x1, ..., 27}, consideraremos
la matriz historica generada por esta muestra:

MH = {(z¢,x441)}, con t=1,...,T — 1.

ii) De la matriz historica anterior (M H), seleccionamos un 75 % de las observacio-
nes al azar (matriz historica de entrenamiento), dejando el 25 % restante para
la posterior validacion (matriz histérica de validacion).

iii) Con la matriz histérica de entrenamiento construimos las correspondientes es-
timaciones no paramétricas de la funciéon de regresion.

iv) Calculamos los errores sobre la matriz historica de validacion.

! Una revisién tedrica de estos métodos puede contemplarse en el Apéndice (C)
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v) Repetimos los pasos ii)-iv) M = 1000 veces.

Para el calculo de los errores del paso iv) se han considerado 4 posibilidades:

K
L. . 1 o \2
Error cuadratico medio: ECM = 74 ;:1 (x; — ;)

K
1 ~
Error absoluto: FA = % ; |z; — ;]

K N2
) . 1 Ty — T
Error relativo cuadratico: Ve g < >

=1

K
) 1
Error relativo absoluto: T Z

x.
i=1 v

siendo K el tamano de la matriz historica de validacion.

Dado que los criterios de error anteriores pueden proporcionar varios modelos de
regresion 6ptimos, seleccionaremos como método de regresion a utilizar en el modelo
semiparamétrico aquél que proporcione un menor error cuadratico medio (ECM).

3.1. Simulacién 1

El primer modelo teorico que simularemos se corresponde con un ARMA(1,1), el
cual admite la siguiente expresion:

Xi=c+ i Xeo1 +ar + Oy, (3.1)

donde ¢, ¢ y #; son constantes. De este modelo simularemos una muestra de tamano
n = 500, con ¢ =0, ¢ = —0.6 y ; = —0.6.

A la muestra simulada anteriormente {zi,...,x,} le extraeremos la muestra de
entrenamiento, esto es {xy,...,zr}, con T = 450 y dejaremos la parte restante
{xr41,...,2,} para la validacion.

El grafico secuencial de la serie simulada es:
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Serie ARMA(1,1) simulada

ARMA(1, 1)
0

Figura 3.1: Modelo ARMA(1,1) simulado

3.1.1. Modelo semiparamétrico 1: Modelizacion ARMA pos-
terior a la suavizacién

Recordemos en primer lugar la expresion matemética de este modelo:
Y, = 5ulZ) + 6, (3.2)

donde en lo que resta de trabajo se tomard Y, = X, y Z; = X,. Consideremos
ahora la matriz histérica asociada a la muestra de entrenamiento,

{(z¢,x441)}, con t=1,...,T —1

y mostremos su diagrama de dispersion

Representacion de la matriz histérica

X

-4

Figura 3.2: Matriz historica asociada al modelo ARMA(1,1) simulado
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Estimaciéon no paramétrica de la funcién de regresiéon

Estimaremos la funcién de regresion de X;,; sobre X;,
m(z) = E[Xp1|X; = 2], (3.3)

mediante regresion tipo nicleo, lineal local, B-Splines y P-Splines (sobre una matriz
historica de entrenamiento elegida al azar). En los dos primeros casos utilizaremos
como funciéon kernel la densidad gaussiana y seleccionaremos el pardmetro ventana
usando el método de validacion cruzada. En lo que se refiere a los métodos B-Splines
y P-Splines, los grados de libertad se han elegido de acuerdo al criterio GCV. Una vez
realizadas las cuatro estimaciones de la funcion de regresion, seleccionaremos como
mejor modelo no paramétrico aquél que proporcione un menor error cuadratico medio
(sobre la matriz historica de validacion), tal y como se ha explicado en el algoritmo
de la pagina 14.

Los resultados obtenidos en una iteracion particular del algoritmo son:

Estimaciones no paramétricas

Xuste

-2

RLL ° o o o
BS o
PS o

-4
L
TRRRN
L

Figura 3.3: Estimaciones no paramétricas de la funcion de regresion

La figura (3.3) muestra las cuatro estimaciones consideradas de la funcion de regre-
sion. En este caso, las estimaciones proporcionadas por la regresion lineal local y
P-Splines practicamente coinciden.

Ejecutadas las M = 1000 iteraciones obtenemos:

Contadores
NW | RLL | BS | PS

94 | 590 | 79 | 237

Tabla 3.1: Contadores del mejor estimador no paramétrico de la funcion de regresion en
cada iteracién
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La tabla (3.1) nos sugiere que el mejor estimador no paramétrico de la funcion de
regresion es el lineal local, pues es el que mejores resultados proporciona en 590 de las
M = 1000 iteraciones. Luego consideraremos la regresion lineal local como la mejor
estimacion no paramétrica de las consideradas y aplicaremos los modelos ARMA
sobre los residuos proporcionados por este modelo.

Ademas podemos representar los ECM de los cuatro estimadores.

ECM de los 4 estimadores

RLL
1
3
o

Estimador

NW
1
o

BS
1
o
-+

ECM

Figura 3.4: Boxplots de los ECM

Obsérvese como la distribucion de los ECM en la regresion lineal local y P-Splines
se comportan de modo similar.

Modelizacion ARMA de los residuos

La serie de los residuos obtenida al aplicar el modelo de regresion lineal local es:

Representacion de los residuos
RLL

\M m I'yl ’ { ';'4,“ ]

. N ‘“ ”m 'IM ‘ I i ‘l'

0
1

Figura 3.5: Grafico secuencial de la serie temporal de los residuos (RLL)
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Partimos entonces del conocimiento de la serie de los residuos y trataremos de descu-
brir algiin proceso estocéstico sencillo susceptible de haber generado la serie. Esto es,
trataremos de identificar dicho proceso, estimar sus pardmetros y chequear el modelo
estimado. Luego, basdndonos en tal proceso podemos comprender la dinamica de la
serie de tiempo y realizar predicciones de futuros valores.

Trataremos de modelizar nuestra serie a través de un proceso ARMA, ya que esta
clase conforma una familia muy flexible, capaz de modelizar gran variedad de series
generadas por procesos estacionarios. Para proponer los 6rdenes del proceso nos
basaremos en la informacién que nos suministra la fas y la fap muestrales.

Grafico de la fas y fap muestrales

i
~ —
[Ty < |
g =1 J
s el el e Bl ol | vt bt ) Pafodrulinti | i 1 Co-TT oo
~N ,,HJ,,J,,,J ,,,,,, AL I DL S L B AU S i A LD S A A LN MDY A A
S -
! T T T T T T
o 20 40 60 80 100
Retardo
~— —
oD e e e
u B T 1 S VI
S T LR A L DO LA N M
s <
S |
o ™
S -
! T T T T T T
o 20 40 60 80 100

Retardo

Figura 3.6: fas y fap muestrales de la serie temporal de los residuos (RLL)

Los gréficos anteriores sugieren que la serie proviene de un proceso
AR(2) ) MA(3).

A continuacion utilizaremos el criterio BIC' (criterio de informacion bayesiana),
con ordenes maximos de cuatro para p y ¢, con el fin de construir otros modelos
tentativos. Este criterio propone seleccionar aquel modelo ARMA que minimice el
valor de la funcion

BIC = —2InL(pps1) + (k + 1) In(T), (3.4)

donde k denota la cantidad de coeficientes del modelo ARMA (k = p + q), @rr1 s
el vector formado por dichos coeficientes y por o2, y L(pg41) denota la funcion de
verosimilitud.

El modelo tentativo propuesto segin este criterio es un AR(2) con los siguientes
parametros estimados:
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Parametros estimados
AR(2) ) G2
coef. | -0.3407 | -0.3285
s.e. | 0.0446 | 0.0450

Tabla 3.2: Parametros del modelo AR(2) estimados por minimos cuadrados

La etapa siguiente consiste en comprobar que las hipotesis bésicas realizadas sobre el
modelo se verifican. Esta etapa se conoce como diagnosis o chequeo del modelo y en
ella analizaremos si los residuos proceden de un proceso de ruido blanco gaussiano.
Para ello empezaremos mostrando el grafico de los residuos frente al tiempo, pues
éste puede ayudarnos a detectar de manera visual y rdpida la presencia de: tendencia,
componente estacional, variabilidad no constante o dependencia lineal. Cualquiera
de estas situaciones invalidaria la hipotesis de ruido blanco.

Representacion de los residuos
Box-Jenkins

" :..m’w’.. M'

: ‘MMWN"‘ 1

Residuos

Figura 3.7: Grafico secuencial de los residuos

Obsérvese que la figura (3.7) no muestra indicios para rechazar la hipotesis.

Para contrastar la hipotesis nula g = 0 utilizaremos el t test. Este nos proporciona
un p-valor de 0.959 y entonces podemos decir que no existen evidencias significativas
para rechazar la hipotesis anterior.

El contraste de la independencia sera realizado mediante Ljung-Box, y dado que los
p-valores calculados (véase figura (3.8)) son lo suficientemente grandes, no tenemos
evidencias significativas para rechazar la hipotesis. Esto es, asumimos que los errores
son independientes.
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Standardized Residuals

-3 -1 1
Ly

T T T T T
0 100 200 300 400

Time

ACF of Residuals

04 08
L

ACF

0.0

Lag

p value
04 08
L

0.0

Figura 3.8: Contraste de Ljung-Box

Para finalizar la etapa de diagnosis, contrastaremos la normalidad de los residuos me-
diante el contraste de Shapiro- Wilk, obteniendo un p-valor de 0.891. Luego podemos
asumir que los datos provienen de una distribucién normal.

En consecuencia podemos afirmar que el modelo ajustado AR(2) sin constante puede
ser utilizado como generador de la serie de los residuos, ya que ha pasado con éxito las
pruebas de diagnosis. Ademas las innovaciones son gaussianas por lo que podremos
calcular los intervalos de confianza clésicos para las predicciones de los residuos,

<€T(k;) +1.96/Var (eT(k))) : (3.5)

siendo e (k) el error de prediccion a k retardos, es decir,

€T<k) = €14k — é\T(k})

Predicciones del modelo semiparamétrico 1

Una vez calculada la componente no paramétrica y paramétrica del modelo semipara-
métrico 1 (3.2), podemos obtener las predicciones proporcionadas por el mismo. Para
ello optaremos por la estrategia de realizar predicciones a un retardo actualizando
los valores de la serie. Esto es, seguiremos el algoritmo:

1. Observada la serie temporal {X; ..., X7}, calculamos:

2. Los residuos del modelo de regresion lineal local, {ey, ..., er_1}.

3. La prediccion Box-Jenkins a 1 retardo, er.
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4. La prediccion del modelo semiparamétrico 1,
Xri1 = m(X7) + er.
5. El residuo del modelo semiparamétrico 1,
res = Xpyq — )A(TH.

6. Finalmente actualizamos los valores de la serie, { Xy, ..., X7, X711},
y repetimos el algoritmo anterior n — 7" = 50 iteraciones. Una vez hechas las cuentas
anteriores podemos comparar los valores obtenidos por el modelo semiparamétrico 1

con los futuros valores observados de la serie (muestra de validacion).

Predicciones del modelo semiparamétrico 1

—— Valores observados
—— Valores predichos

T T T T T T
0 10 20 30 40 50

Figura 3.9: Predicciones proporcionadas por el modelo semiparamétrico 1 y futuros valores
de la serie observados

Como se puede apreciar en la figura (3.9), las predicciones obtenidas por el modelo
semiparamétrico 1 y los futuros valores de la serie son bastante similares. Ademas
podemos calcular la siguiente tabla de errores:

Criterios de error
ECM EA ERC | ERA
1.028 | 0.826 | 2522.662 | 8.959

Tabla 3.3: Tabla de errores: Error Cuadratico Medio, Error Absoluto, Error Relativo Cua-
dratico y Error Relativo Absoluto

Finalmente se ha calculado el intervalo de prediccion bootstrap dado en (2.8), en
el cudl, en vez de utilizar el método bootstrap propuesto por Thombs y Schucany
(1990), se considerard un método alternativo propuesto por Cao, Febrero-Bande,
Gonzalez-Manteiga, Prada-Sanchez y Garcia-Jurado (1997), que es computacional-
mente mas rapido y también consistente. Este puede resumirse en los siguientes
pasos:
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1. Construir la distribuciéon empirica de los residuos hacia adelante corregidos,
a/
Er.

2. Generar @} con distribucion F%
3. Construir réplicas bootstrap futuras,
Xy =0 Xo 1+ 0 X0 ot 0 X0, T, 1=12,...k,
donde X = X;, parat=n,n—1,...,n—p+ 1.
Ademés, en este caso también consideraremos el intervalo de prediccion clasico, dado

que los residuos de la serie Box-Jenkins siguen una distribucién normal. Su expresion
para el modelo semiparamétrico 1 viene dada por:

(@n(xt) 18, +£1.96y/Var (eT)> (3.6)

siendo er el error de prediccion de la serie de los residuos.

Intervalos de confianza clésicos y bootstrap

© —— Valores observados
== IC boot
- IC clésicos

T T T T T T
0 10 20 30 40 50

Figura 3.10: Intervalos de prediccion clasicos y bootstrap para el modelo semiparamétrico
1

Obsérvese como los intervalos de prediccidon propuestos por ambos métodos muestran
resultados similares.

3.1.2. Modelo semiparamétrico 2: Suavizacién posterior a la
modelizacion ARMA

Empezaremos recordando la expresion matematica de este modelo:

X%d = X%H +7(Er, - Er—dt1), (3.7)
donde los s representan los residuos ARMA y

7(z) =7 let| (er—1,...,67-4q) = ].

En este trabajo consideraremos d = 1.
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3.1 Simulacion 1 3

Modelizacion ARMA de la serie

Empezaremos realizando un analisis temporal de la serie (3.1),

(X1,...,X7),

utilizando la metodologia Box-Jenkins. Para ello utilizaremos el criterio de informa-
cion bayesiana (3.4), con o6rdenes méaximos de tres, para p y ¢. El modelo tentativo
propuesto por este método es un ARMA(1,1), lo cuél no debe sorprendernos ya
que precisamente este es el modelo simulado. Si ajustamos este modelo obtenemos
la siguiente estimacién de los parametros:

Parametros estimados
ARMA(1,1) 01 0,
coef. | -0.493 | -0.598
s.e. | 0.049 | 0.047

Tabla 3.4: Pardmetros del modelo ARMA(1,1) estimados por minimos cuadrados

Estimaciéon no paramétrica de la funcién de regresiéon

El ajuste del modelo ARMA(1,1) nos proporciona los residuos (eq,. ..
consecuencia podemos calcular la matriz histérica asociada:

ET), ¥ en

{<5t;5t+1)} , con t= 1, . ,T — 1.
Seguidamente estimaremos la funcion de regresion de €, sobre ¢;. Es decir,
m(z) = Elep|e = a], (3.8)

mediante regresion tipo nicleo, lineal local, B-Splines y P-Splines. Los resultados
obtenidos en una iteracion particular del algoritmo son:

Estimaciones no paramétricas

NW ° e %o
RLL ° oo
BS
PS

o

Figura 3.11: Estimaciones no paramétricas de la funcion de regresion
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En los dos primeros casos utilizamos como funcion kernel la densidad gaussiana y
seleccionamos el parametro ventana usando el método de walidacion cruzada. Para
los dos tultimos, se han seleccionado los grados de libertad de acuerdo al criterio

GCOV.

La figura (3.11) muestra las cuatro estimaciones de la funcion de regresion consi-
deradas. En este caso, las estimaciones obtenidas son bastante similares, salvo la
proporcionada por B-Splines.

Escogeremos como modelo no paramétrico 6ptimo, aquél que nos proporcione un
menor error cuadratico medio (sobre la matriz historica de validacion), tal y como
se ha explicado en el algoritmo de la pagina 14.

Ejecutadas las M = 1000 iteraciones obtenemos:

Contadores
NW | RLL | BS | PS
869 181101 | 12

Tabla 3.5: Contadores del mejor estimador de la funcién de regresion en cada iteracion

La tabla (3.5) nos sugiere que el mejor estimador de la funcion de regresion es
Nadaraya-Watson, pues es el que mejores resultados proporciona en 869 de las
M = 1000 iteraciones. Luego consideraremos la regresion tipo niicleo como la mejor
estimacion no parameétrica de las consideradas.

Ademés podemos representar los ECM de los cuatro estimadores no paramétricos.

ECM de los 4 estimadores

RLL
1
o
——
o

Estimador

Figura 3.12: Boxplots de los ECM

Obsérvese que el modelo que proporciona mejores resultados es el estimador de
Nadaraya-Watson.
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Predicciones del modelo semiparamétrico 2

Una vez calculada la componente paramétrica y no paramétrica del modelo semipara-
métrico 2 (3.7), podemos calcular las predicciones proporcionadas por el mismo. Para
ello optaremos por realizar las predicciones a un retardo, actualizando los valores de
la serie. Esto es, seguiremos el algoritmo:

1. Consideramos la serie temporal {X; ..., Xr}.

2. Ajustamos el modelo ARM A(1,1) y obtenemos la prediccién, )A(TH.

3. Dados los residuos del modelo ARMA, {e1,...,er}, construimos la matriz his-
torica asociada, {(es, €141)},-

4. Calculamos la prediccion de los residuos por Nadaraya-Watson, 7. 1.
5. Obtenemos la prediccion del modelo semiparamétrico 2,
YM  _ L =
X1 = X7 +eryn,
_ M
y el error, err = Xpy — X7,
6. Finalmente actualizamos los valores de la serie, {X1, ..., X7, X711},
y repetimos el algoritmo n—7T" = 50 iteraciones. Una vez hechas las cuentas anteriores

podemos comparar los valores obtenidos por el modelo semiparamétrico 2 con los
futuros valores observados de la serie (muestra de validacion).

Predicciones del modelo semiparamétrico 2

—— Valores observados
—— Valores predichos
T T T T T T
0 10 20 30 40 50

Figura 3.13: Predicciones proporcionadas por el modelo semiparamétrico 2 y futuros valores
de la serie observados

Ademas, podemos calcular la siguiente tabla de errores:
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Criterios de error
ECM EA ERC | ERA
0.996 | 0.791 | 3182.3 | 9.632

Tabla 3.6: Tabla de errores: Error Cuadratico Medio, Error Absoluto, Error Relativo Cua-
dratico y Error Relativo Absoluto

Finalmente hemos propuesto intervalos de predicciéon bootstrap para este modelo
semiparamétrico 2, de forma anéloga a los dados en (2.8), donde al igual que hemos
hecho en el caso anterior utilizaremos el método propuesto por Cao, Febrero-Bande,
Gonzalez-Manteiga, Prada-Sanchez y Garcia-Jurado (1997). Ademés, dado que los
residuos del modelo ARMA son normales (el p-valor obtenido en el contraste de
Shapiro-Wilk es 0.76), también se han considerado los intervalos de prediccion clési-
COS.

Intervalos de confianza clasicos y bootstrap

© _| — Valores observados
= = IChoot
IC clésicos

Figura 3.14: Intervalos de prediccion clasicos y bootstrap para el modelo semiparamétrico
2

En la figura (3.14) se muestran los dos tipos de intervalos de prediccion comentados
anteriormente y como se puede apreciar, los resultados son bastante similares, si bien
las longitudes en el método clésico parecen menores, en términos generales.

3.1.3. Analisis comparativo de la simulacién 1

Ajustados los dos modelos semiparamétricos vistos en este trabajo, podemos rea-
lizar un anélisis comparativo entre ambos a través de los cuatro criterios de error
considerados. Ademés hemos anadido la prediccion paramétrica proporcionada por
Box-Jenkins, donde se ha considerado el modelo ARMA (1,1) propuesto por el criterio
BIC.
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Criterios de error

Modelo | ECM EA ERC | ERA
BJ 0.992 | 0.790 | 3597.234 | 10.158
SP1 1.028 | 0.826 | 2522.662 | 8.959
SP2 0.996 | 0.791 | 3182.300 | 9.632

Tabla 3.7: Tabla de errores: Error Cuadratico Medio, Error Absoluto, Error Relativo Cua-
dratico y Error Relativo Absoluto

Obsérvese que el modelo Box-Jenkins es el que mejores resultados proporciona para
los criterios del Error Cuadratico Medio y del Error Absoluto, mientras que para los
errores relativos, es el modelo semiparamétrico 1 el que aporta menor error.

Si deseamos realizar un anélisis exploratorio entre los tres métodos podemos repre-
sentar graficamente los tres ajustes.

Andlisis comparativo

44— B3
— SP1
— sP2

—— Valores observados

T
0

Figura 3.15: Predicciones obtenidas por Box-Jenkins y los dos modelos semiparamétricos

Finalmente, y ya para concluir este primer estudio de simulacién, hemos incorporado
los intervalos de prediccion clasicos al modelo paramétrico (Box-Jenkins),

IC clésicos

" ' 1
v Ve i
¥
—— Valores observados
© 4 == ICclasicos

T
0

T
10

Figura 3.16: Intervalos de prediccion clasicos para el modelo Box-Jenkins, ARMA(1,1)
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3.2 Simulacion 2 3

pues los residuos obtenidos por el ARMA(1,1), se distribuyen segtin una normal
(siendo el p-valor del contraste de Shapiro-Wilk, 0.76).

3.2. Simulacion 2

El segundo modelo teérico que simularemos admite la siguiente expresion:
Xt - St + Pt, (39)

donde S, = v/t y P, denota un modelo ARMA(1,1). De este modelo simularemos
una muestra de tamano n = 500, {X7, ..., X, }, con parametros ¢; = 0.4y 6; = 0.5.
A ésta le extraeremos la muestra de entrenamiento {Xi,..., Xr}, con T" = 450,
dejando la parte restante, {Xr.1,..., X, }, para la posterior validacion.

A continuacion (véase figura (3.17)) se representa el grafico secuencial de este segundo
modelo, el cual permite observar la tendencia proporcionada por .S;.

Serie 2 simulada

25
|

20
|

X

10
|

Figura 3.17: Modelo X; simulado

3.2.1. Modelo semiparamétrico 1: Modelizacion ARMA pos-
terior a la suavizacion

Dada la expresion matemética de este modelo semiparamétrico (véase (3.2)), empe-
zaremos considerando la matriz historica asociada a la muestra de entrenamiento,

{(zt,z441)} con t=1,.... T -1,

y mostremos su diagrama de dispersion:
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Representacion de la matriz histérica

20
|

15
1

Xent

X

Figura 3.18: Matriz historica asociada al modelo X; simulado

Obsérvese como la figura (3.18) muestra una clara dependencia positiva entre las
variables.

Estimaciéon no paramétrica de la funcién de regresiéon

Estimaremos la funcion de regresion,
m(z) =KX | Xy = 2],

mediante los cuatro estimadores no paramétricos considerados, donde la elecciéon
del pardmetro ventana y de los grados de libertad se realiza de forma analoga a lo
hecho en la simulacion 1 (véase pagina 17). Seleccionaremos como modelo 6ptimo
aquél que proporcione un menor error cuadratico medio (sobre la matriz historica de
validacion). 2

Los resultados obtenidos en una iteracién particular del algoritmo son:

Estimaciones no paramétricas

20
|

15
1

Xiste

0 5 10 15 20

Figura 3.19: Estimaciones no paramétricas de la funcion de regresion

2yvéase el algoritmo descrito en la pagina 14

- 30 -



3.2 Simulacion 2 3

La figura (3.19) muestra las cuatro estimaciones no paramétricas consideradas de
la funciéon de regresion, y como se puede apreciar, todas ellas muestran resultados
bastante similares, lo cual no debe sorprendernos pues el grafico de dispersion muestra
una clara dependencia lineal positiva.

Ejecutadas las M = 1000 iteraciones tenemos:

Countadores
NW | RLL | BS | PS
297 | 284 | 54 | 365

Tabla 3.8: Contadores del mejor estimador no paramétrico de la funcion de regresion en
cada iteracién

Entonces consideraremos la regresion P-Splines como mejor estimacién no para-
métrica de las consideradas y aplicaremos los modelos ARMA sobre los residuos
proporcionados por esta regresion.

Ademas podemos representar los ECM de los cuatro estimadores mediante gréaficos
de boxplots, obteniendo los siguientes resultados:

ECM de los 4 estimadores

Estimador

BS
|
.
+
-]

ECM

Figura 3.20: Boxplots de los ECM

La figura anterior (3.20) sugiere que los modelos que mejor se comportan (tomando
como criterio el ECM), son la regresion lineal local y P-Splines.

Modelizacion ARMA de los residuos

La serie de los residuos obtenida al aplicar el modelo P-Splines es:
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3.2 Simulacion 2 3

Representacion de los residuos
PS

X

Figura 3.21: Grafico secuencial de la serie temporal de los residuos (PS)

La figura (3.21) muestra que la componente no paramétrica del modelo semiparamé-
trico 1 ha absorbido el efecto de la tendencia en la serie original, pues como bien se
puede apreciar, la serie de los residuos tiene nivel constante. A continuacion tratare-
mos de modelizar esta nueva serie a través de los modelos ARMA y para proponer
los 6rdenes del proceso nos basaremos en la informacion que nos suministra la fas y
fap muestrales.

Gréfico de la fas y fap muestrales

o
s
) |
N
< o el wialie bulteliaik Sofotiativis Fellaliali § Py Balle Fotutitl v Sl N ity e | Pl il rilabriated bu el d i
- F,J ,,,,,,,,,,,,,,,,,,,,,,,,,,,, J L L L RO RLAA AR L LA L
= 41
< T T T T T 1
(0] 20 40 60 80 100
Retardo
5 o 1""TMIh’ﬁiLIMIlﬁ[lf]T’I’H’JT’TTQ"]"I"’]]’II’I[’
g ©° JM,,,J ,,,,,,,,,, LR L L T
s
< o |
a =
I T T T T T T
o] 20 40 60 80 100
Retardo

Figura 3.22: fas y fap muestrales de la serie temporal de los residuos

La figura anterior nos sugiere que un proceso

AR(4) 6 MA(®3),
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puede ser admitido como posible generador de la serie. Ademés, podemos utilizar
el criterio BIC, con 6rdenes méximos de 4 para p y ¢, con el fin de construir otros
modelos tentativos. Asi obtenemos que el modelo tentativo propuesto segin este
criterio es un ARM A(2,3), con los siguientes parametros estimados:

Parametros estimados
ARMA(2,3) 01 0o 0, | 0, 05
coef. 1.2537 | -0.4383 | -1.2362 | 0 | 0.3478
s.e. 0.0710 | 0.0524 | 0.0545 | 0| 0.0344

Tabla 3.9: Pardmetros del modelo ARMA(2,3) estimados por minimos cuadrados

Dado el modelo tentativo anterior, la siguiente etapa consiste en comprobar que las
hipotesis basicas del modelo se verifican, es decir analizaremos si los residuos pro-
ceden de un proceso de ruido blanco gaussiano. Para ello empezaremos mostrando
el grafico de los residuos frente al tiempo, pues éste puede ayudarnos a detectar de
manera visual y rapida la presencia de: tendencia, componente estacional o variabi-
lidad no constante. Cualquiera de estas situaciones invalidaria la hipotesis de ruido
blanco.

Representacion de los residuos
Box—Jenkins

Residuos

Figura 3.23: Grafico secuencial de los residuos

Obsérvese que la figura (3.23) no muestra indicio alguno para rechazar la hipotesis
de ruido blanco.

El contraste de la hipétesis nula ;i = 0 sera resuelto utilizando el t test. Este nos
da un p-valor de 0.689 y por lo tanto podemos afirmar que no existen evidencias
significativas para rechazar la hipotesis anterior.

En el estudio de la hipotesis de independencia podemos utilizar el contraste de Ljung-
Box, y dado que los p-valores obtenidos (véase figura (3.24)) son lo suficientemente
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grandes, no tenemos evidencias significativas para rechazar la hipotesis de indepen-
dencia. Esto es, asumimos que los errores son independientes.
)

Standardized Residuals

—
I
o
I
T T T T T
0 100 200 300 400
Time
ACF of Residuals
o
@
W ]
o <
< o7
o r-t-------------------- i--~--"----"----;--"-%- b Bl Tl ittt al M
o E - - o - o o o o o o oo m — - - - L T o oo - o e o e o e o e e e e e m = m == = = = =
T T T T T T
0 5 10 15 20 25
Lag
p values for Ljung—Box statistic
1 000900
© ] ,,° o
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Figura 3.24: Contraste de Ljung-Box

Para finalizar la etapa de diagnosis del modelo, contrastaremos la normalidad de los
residuos mediante el contraste de Shapiro- Wilk, obteniendo un p-valor de 0.337, y
por tanto no tenemos evidencias significativas para rechazar que los datos provengan
de una distribucién normal.

Predicciones del modelo semiparamétrico 1

Calculada la estimacion no paramétrica (por P-Splines) y la paramétrica (mediante
modelos ARMA), estamos en condiciones de calcular las predicciones que el modelo
semiparamétrico 1 aporta a este ejemplo simulado. Para ello seguiremos el algoritmo
visto en la pagina 21, repitiéndolo tantas veces como instantes de tiempo queramos
predecir (en este caso n — T = 50 iteraciones). Una vez hechas las cuentas anteriores
podemos comparar los valores obtenidos por el modelo semiparamétrico 1 con los
futuros valores de la serie observados (muestra de validacion).
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Predicciones del modelo semiparamétrico 1

— Valores observados
—— Valores predichos

T T T T T T

0 10 20 30 40 50

Figura 3.25: Predicciones proporcionadas por el modelo semiparamétrico 1 y futuros valores
de la serie observados

Como se puede apreciar en la figura (3.25), las predicciones obtenidas por el modelo
semiparamétrico 1 y los futuros valores de la serie observados son bastante similares.
Ademas este modelo nos permite calcular la siguiente tabla de errores:

Criterios de error
ECM EA | ERC | ERA
1.302 | 0.967 | 0.003 | 0.043

Tabla 3.10: Tabla de errores: Error Cuadratico Medio, Error Absoluto, Error Relativo
Cuadréatico y Error Relativo Absoluto

Finalmente se han calculado los intervalos de prediccion bootstrap, dados en (2.8),
y los clasicos. El uso de estos ultimos es licito, dado que los residuos de la serie
Box-Jenkins pertenecen a una distribucion normal. Los resultados obtenidos son:

Intervalos de confianza clasicos y bootstrap

— Valores observados
= = IC boot
=+ IC clasicos

X

Figura 3.26: Intervalos de prediccion clasicos y bootstrap para el modelo semiparamétrico
1
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Obsérvese en este caso las diferencias existentes entre los intervalos propuestos por
la teoria asintdtica y la bootstrap.

3.2.2. Modelo semiparamétrico 2: Suavizacién posterior a la
modelizacion ARMA

Dada la expresion matemaética de este modelo, (véase (3.7)), empezaremos estimando
la primera componente a través de los modelos ARMA.

Modelizacion ARMA de la serie

Empezaremos realizando el analisis temporal de la serie (Xi,...,Xr) del modelo
definido en (3.9). Para ello utilizaremos el criterio BIC, con 6rdenes maximos de 4
para p y ¢, con el fin de construir modelos tentativos. EI modelo propuesto por este
criterio es un ARM A(1,3), con los siguientes pardmetros estimados:

Parametros estimados
ARMA(1,3) o1 0, 0y 05 | intercept
coef. 0.9954 | -0.0919 | -0.6006 | -0.2445 23.3590
s.e. 0.0007 | 0.0438 | 0.0423 | 0.0452 1.5118

Tabla 3.11: Parametros del modelo ARMA(1,3) estimados por minimos cuadrados

Estimacién no paramétrica de la funcién de regresiéon

El ajuste del modelo ARM A(1,3) nos proporciona los residuos (e1,...,er) y en
consecuencia podemos calcular la matriz historica asociada,

{(et,€041)}, con t=1,...,T—1.

Luego, podemos estimar la funcién de regresion de ;.1 sobre g;, utilizando para ello
las cuatro estimaciones no parameétricas consideradas en este trabajo. La seleccion
del parametro ventana y los grados de libertad se realizarda de forma anéloga a lo
hecho en la simulacién 1 2. Escogeremos como modelo no paramétrico 6ptimo aquél
que nos proporcione un menor error cuadratico medio (sobre la matriz historica de
validacion), tal y como se ha explicado en la pagina 14.

Los resultados obtenidos en una iteracién particular del algoritmo son:

3Para mas informacién constltese la pagina 17
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Estimaciones no paramétricas

Figura 3.27: Estimaciones no paramétricas de la funcion de regresion

Obsérvese como todas las estimaciones proporcionan aproximaciones similares, ex-
cepto la de B-Splines, donde se observa un comportamiento menos suave.

Ejecutadas las M = 1000 iteraciones tenemos:

Contadores
NW | RLL | BS | PS
569 70 | 262 | 99

Tabla 3.12: Contadores del mejor estimador de la funcion de regresion

La tabla (3.12) sugiere que el mejor estimador no paramétrico de la funcion de
regresion es Nadaraya- Watson, pues es el que mejores resultados proporciona en 569
de las M = 1000 iteraciones. Luego consideraremos este estimador como el que
mejor estima la funcion de regresion, siendo el utilizado para obtener las posteriores
predicciones.

Ademés podemos representar los ECM de los cuatro estimadores no paramétricos.

ECM de los 4 estimadores

Estimador

Figura 3.28: Boxplots de los ECM
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Obsérvese como la distribucién de los ECM que proporciona mejores resultados es
la correspondiente al estimador de Nadaraya-Watson.

Predicciones del modelo semiparamétrico 2

Una vez calculada la componente paramétrica y no paramétrica del modelo semipa-
ramétrico 2 (3.7), podemos calcular las predicciones proporcionadas por el mismo.
Para ello se opta por realizar las predicciones a un retardo actualizando los valores
de la serie %, repitiendo el algoritmo tantas veces como instantes queramos predecir
(en este caso n — T = 50 iteraciones). Una vez hechas las cuentas anteriores pode-
mos comparar los valores obtenidos por el modelo semiparamétrico 2 con los futuros
valores de la serie observados (muestra de validacion).

Predicciones del modelo semiparamétrico 2

26
I

— Valores observados
—— Valores predichos
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Figura 3.29: Predicciones proporcionadas por el modelo semiparamétrico 2 y futuros valores
de la serie observados

Y podemos calcular la siguiente tabla de errores:

Criterios de error
ECM EA | ERC | ERA
1.128 | 0.889 | 0.002 | 0.040

Tabla 3.13: Tabla de errores: Error cuadratico Medio, Error Absoluto, Error Relativo
Cuadréatico y Error Relativo Absoluto

Ademas hemos calculado los intervalos de prediccion cléasicos (dado que los residuos
siguen una distribucién normal, siendo el p-valor obtenido en el test de Shapiro- Wilk
de 0.629) y bootstrap.

4tal y como se ha explicado en el algoritmo de la pagina 26
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Intervalos de prediccion bootstrap y
clasicos

&+ N —— Valores observados
" == IChboot

" .
s IC clasicos

Figura 3.30: Intervalos de prediccion clasicos y bootstrap para el modelo semiparamétrico
2

Obsérvese como en este caso los intervalos de prediccién clasicos y bootstrap mues-
tran un comportamiento similar.

3.2.3. Analisis comparativo de la simulacién 2

Ajustados los dos modelos semiparamétricos vistos en este trabajo, podemos rea-
lizar un analisis comparativo entre ambos a través de los cuatro criterios de error
considerados. Ademés hemos anadido la prediccién paramétrica proporcionada por
Box-Jenkins, donde se ha considerado un modelo ARIM A(0, 1, 3).

Criterios de error

Modelo | ECM EA | ERC | ERA
BJ 1.131 | 0.888 | 0.002 | 0.040
SP1 1.302 | 0.967 | 0.003 | 0.043
SP2 1.128 | 0.889 | 0.002 | 0.040

Tabla 3.14: Tabla de errores: Error Cuadratico Medio, Error Absoluto, Error Relativo
Cuadratico y Error Relativo Absoluto

Obsérvese que el modelo ARIM A(0, 1,3) y el semiparamétrico 2 son los que ofrecen
mejores resultados en todas las mediciones del error, y téngase en cuenta también, que
el ECM es el criterio que muestra mayores diferencias entre los modelos considerados,
mientras que en los restantes, los resultados son bastante similares.

Si deseamos realizar un anélisis exploratorio entre los tres métodos podemos repre-
sentar graficamente los tres ajustes.
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Andlisis comparativo

— Valores observados
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Figura 3.31: Predicciones obtenidas por Box-Jenkins y los dos modelos semiparamétricos

Finalmente, y para concluir este segundo estudio de simulacién, se han incorporado
los intervalos de prediccion clasicos al modelo paramétrico (Box-Jenkins), pues los
residuos obtenidos por el modelo ARIM A(0,1,3) se distribuyen segun una normal
(siendo el p-valor obtenido en el contraste de Shapiro-Wilk de 0.339).

IC clésicos

X
22
I

18

| — Valores observados
- = ICclasicos
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Figura 3.32: Intervalos de prediccion clésicos para el modelo ARIM A(0, 1, 3)
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Capitulo 4

Aplicaciéon a datos reales

Predecir la superficie quemada en instantes de tiempo futuros es de vital importancia,
pues como ya se ha comentado, esto permite una mejora de la gestion en los servicios
forestales. Por este motivo, el principal objetivo del presente capitulo es el de calcular
estimaciones de la superficie quemada en los incendios forestales gallegos y para ello
emplearemos los modelos semiparamétricos definidos en el capitulo 2.

Partiremos de la observacion de las superficies semanales quemadas desde el ano
1999 hasta el 2008. Es decir, tenemos

(S1,...S52), (4.1)

donde S; con i = 1,...,520 releja la superficie total quemada en la semana 1.

Superficie total quemada
en Ha.

Smt(Ha')
30000 40000 50000
| | |

20000
|

10000
|

0
|

T T T T T
2000 2002 2004 2006 2008

Afo

Figura 4.1: Serie de tiempo de la superficie semanal quemada
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4.1 Modelo semiparamétrico 1: Modelizacion ARMA posterior a la
suavizaciéon 4

El comportamiento de nuestra serie en estudio puede decirse que es aproximadamente
constante, incorporando bruscos incrementos debidos fundamentalmente al periodo
estival (véase 4.1).

Con el fin de evaluar la calidad de las predicciones obtenidas y de realizar un ana-
lisis comparativo entre ambos modelos semiparamétricos, consideraremos la serie de
tiempo anterior (4.1), pero sin las observaciones del ultimo afo. Es decir, nuestra
serie temporal observada sera:

(S1,...57), con T' = 468. (4.2)

Los modelos seran construidos a partir de esta nueva serie y dejaremos las observa-
ciones correspondientes al ano 2008 (St41, ..., S50), para la validacion.

4.1. Modelo semiparamétrico 1: Modelizacion ARMA
posterior a la suavizacién

Dada la expresion matematica de este modelo,
Sir1 = @(S) + e, (4.3)

empezaremos considerando la matriz historica asociada a la muestra de entrena-
miento (S1,...,S57),
{(s¢,8041)}, con t=1,...,T —1,

la cuél admite el siguiente diagrama de dispersion:

Representacion de la matriz histérica

Supey
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1 1 |

20000
1

10000
1

°
Occ o
5o
é% ° o
®
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0 10000 20000 30000 40000 50000

0
|
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Figura 4.2: Matriz historica asociada a la distribucion temporal de los incendios en Galicia
(1999-2007)
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La figura (4.2) sugiere presencia de heterocedasticidad, pues se observa un incremento
de la variabilidad a medida que aumentan los valores de S;. Luego proponemos una
transformacion logaritmica con el fin de estabilizar la variabilidad.

Efectuada la transformacion logaritmica, obtenemos la siguiente representacion de
la matriz histoérica:

Matriz histérica transformada
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Figura 4.3: Matriz historica transformada (mediante un logaritmo) asociada a la distribu-
cién temporal de los incendios en Galicia (1999-2007)

Obsérvese que la transformacion logaritmica ha estabilizado la variabilidad por lo
que a partir de ahora trabajaremos sobre las variables transformadas.

4.1.1. Estimacién no paramétrica de la funcién de regresién

Estimaremos la funcién de regresion de S;.1 sobre Sy,
m(z) =E[Si1 | St =z, (4.4)

mediante los cuatro estimadores no paramétricos de la funcion de regresion consi-
derados (Nadaraya-Watson, lineal local, B-Splines y P-Splines), sobre una matriz
historica de entrenamiento elegida al azar. En los dos primeros casos utilizaremos
como funcién kernel la densidad gaussiana y seleccionaremos el pardmetro ventana
usando el método de validaciéon cruzada, mientras que en los dos ultimos elegire-
mos los grados de libertad mediante el criterio GCV. Una vez realizadas las cuatro
estimaciones de la funcién de regresion, seleccionaremos como mejor modelo no pa-
ramétrico aquél que proporcione un menor error cuadratico medio (sobre la matriz
historica de validacion), tal y como se ha explicado en el algoritmo de la pagina 14.

Los resultados obtenidos en una iteracion particular del algoritmo son:
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Estimaciones no paramétricas

10
°

10g(St1)e

Figura 4.4: Estimaciones no parameétricas de la funcion de regresion

La figura (4.4) muestra las cuatro estimaciones consideradas de la funcion de regre-
sibn. En este caso, las estimaciones proporcionadas por la regresion lineal local y
P-Splines practicamente coinciden.

Ejecutadas las M = 1000 iteraciones obtenemos:

Contadores
NW | RLL | BS | PS
209 | 207 | 98 | 486

Tabla 4.1: Contadores del mejor estimador no paramétrico de la funcion de regresion en
cada iteraciéon

La tabla (4.1) sugiere que el mejor estimador no paramétrico de la funcion de re-
gresion es P-Splines, pues es el que mejores resultados proporciona en 486 de las
M = 1000 iteraciones. Luego consideraremos esta regresion como la mejor estima-
cion no paramétrica de las consideradas y aplicaremos los modelos ARMA sobre los
residuos proporcionados por este modelo.

Ademas podemos representar los ECM de los cuatro estimadores mediante boxplots,
observando como su distribucién en la regresion lineal local y P-Splines se comporta
de modo similar. Obsérvese también como en los casos restantes (Nadaraya-Watson
y B-Splines), la distribucion de los ECM toma valores mayores, por lo que su uso no
es aconsejable en este caso.
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ECM de los 4 estimadores

RLL
1
8
e
8

Estimador

Figura 4.5: Boxplots de los ECM

4.1.2. Modelizacion ARMA de los residuos

La serie de los residuos obtenida al aplicar el modelo P-Splines, sobre la matriz
histoérica transformada mediante un logaritmo es:

Representacion de los residuos
P-Splines

Ha. quemadas

2000 2002 2004 2006 2008

Afio

Figura 4.6: Grafico secuencial de la serie temporal de los residuos (P-Splines)

Partimos entonces del conocimiento de la serie de los residuos (P-Splines) y tratare-
mos de descubrir algin proceso estocéstico sencillo susceptible de haberla generado.
Para ello es licito el uso de los modelos ARMA, pues como puede contemplarse en
la figura (4.6), la serie observada es compatible con un proceso estacionario, dado
que la variabilidad es constante y no posee tendencia ni componente estacional. Para
el estudio de esta tdltima afirmacion tendremos en cuenta el grafico secuencial y la
funcion de autocorrelacion simple (fas).
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Grafico de la fas y fap muestrales

ACF
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Retardo
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Figura 4.7: fas y fap muestrales de la serie de los residuos (P-Splines)

Pues la componente estacional suele ser delatada por:

1. El grafico secuencial de la serie.
2. La fas muestral:

» Presencia de fuerte correlacién positiva en el retardo estacional (y, posi-
blemente en sus multiplos).

» Convergencia lenta a cero a medida que el retardo crece.

= Presencia de periodicidad del mismo periodo que la serie.

Obsérvese como la fas muestral converge a cero rapidamente a medida que el re-
tardo crece (véase figura (4.7)), por tanto desechamos la presencia de componente
estacional.

En consecuencia podemos modelizar la serie anterior a través de un proceso ARMA.
Para proponer los 6rdenes del proceso nos basaremos en la informacién que nos
suministra la fas y la fap muestrales. El grafico anterior sugiere que la serie de
los residuos ha sido generada por un proceso ARMA estacional multiplicativo, con
periodo estacional s = 50. Ahora utilizaremos el criterio BIC (con 6rdenes méaximos
de 10, para (p,q) y 3 para (P,Q)), con el fin de construir un modelo tentativo que
podamos tomar como generador de la serie. El modelo propuesto por este criterio es
un

ARMA(9,9) x (2,0)s0,
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4.1 Modelo semiparamétrico 1: Modelizacion ARMA posterior a la

suavizacion

con los siguientes parametros estimados para la parte regular:

Parametros estimados (parte regular)

Parte AR o1 | o O3 | @4 ®s | Os o7 P8 )
coef. -0.0941 | 0]-0.3504 | O 0] O 0 0| 0.4938
s.e. 0.0399 | 0] 0.0686 | O 0] O 0 0] 0.0744
Parte MA 0, | 0, 05 | 04 05 | O 0 s Oy
coef. 0] 04143 | 0] 0.1112 01 0.1930 | 0.1561 | -0.5123
s.e. 0| O] 0.0655 | 00.0392 | 0] 0.0341 | 0.0390 | 0.0631

Tabla 4.2: Parametros estimados del modelo ARM A(9,9) x (2,0)50 (parte regular)

y para la parte estacional:

Parametros estimados (parte estacional)

Parte estacional d, P,
coef. 0.1024 0.0965
s.e. 0.0461 0.0464

Tabla 4.3: Parametros estimados del modelo ARM A(9,9) x (2,0)50 (parte estacional)

Posteriormente comprobaremos si las hipotesis basicas realizadas sobre el modelo se
verifican, esto es, analizaremos si los residuos proceden de un proceso de ruido blanco
gaussiano (etapa de diagnosis). Para ello empezaremos mostrando el grafico de los
residuos frente al tiempo, pues éste puede ayudarnos a detectar de manera visual y
rapida la presencia de: tendencia, componente estacional o variabilidad no constante.

Obsérvese que la figura (4.8) no muestra indicios para rechazar la hipotesis de ruido

blanco.

Residuos

Figura 4.8: Grafico secuencial de los residuos

Representacion de los residuos
Box—Jenkins
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4.1 Modelo semiparamétrico 1: Modelizacion ARMA posterior a la
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El estudio de la hipotesis de independencia puede ser abordado utilizando el contraste
de Ljung-Box.

Standardized Residuals

i

2000 2002 2004 2006 2008

7 HM‘M ‘
] V'”W" ‘

-3 -1

Time

ACF of Residuals

ACF
0.0 04 08

Lag

p values for Ljung-Box statistic

p value
04 08

0.0

lag

Figura 4.9: Contraste de Ljung-Box

Dado que los p-valores calculados son lo suficientemente grandes, no tenemos eviden-
cias significativas para rechazar la hipotesis de independencia. Es decir, asumimos
que los errores son independientes.

Para contrastar la hipotesis nula de que la media de los residuos es cero, utilizaremos
el t test y obtenemos un p-valor de 0.741. Luego, podemos decir que no existen
evidencias significativas para rechazar la hipotesis anterior.

Finalmente contrastaremos la normalidad de los residuos mediante el test de Shapiro-
Wilk, obteniendo un p-valor menor que 0.01, y en consecuencia rechazamos la nor-
malidad.

Luego, podemos afirmar que un modelo ARM A(9,9) x (2, 0)5, sin constante y con in-
novaciones no gaussianas resulta adecuado como generador de la serie de los residuos,
pues ha pasado con éxito las pruebas de diagnosis.



4.1 Modelo semiparamétrico 1: Modelizacion ARMA posterior a la
suavizaciéon 4

4.1.3. Predicciones del modelo semiparamétrico 1

Calculada la componente no paramétrica y paramétrica del modelo semiparamétrico
1 (4.3), podemos obtener sus predicciones. Para ello seguiremos un algoritmo analogo
al dado en la pagina 21, repitiéndolo tantas veces como instantes queramos predecir
(en este caso, deseamos obtener las predicciones del ano 2008, por lo que n — T =
52 semanas). Una vez hecho esto, podemos comparar los valores obtenidos por el
modelo semiparamétrico con los futuros valores observados de la serie (muestra de
validacion), transformados mediante el logaritmo.

Predicciones de la superficie total quemada

® o — Valores observados
— Valores predichos

Log(Sior)
4
1

Semana

Figura 4.10: Predicciones proporcionadas por el modelo semiparamétrico 1 y futuros valores
de la serie observados (para las variable transformada mediante el logaritmo)

Como se puede apreciar en la figura (4.10), las predicciones obtenidas por el modelo
semiparamétrico 1 y los futuros valores de la serie son bastante similares. Ademas
podemos calcular la siguiente tabla de errores:

Criterios de error
ECM EA ERC | ERA

0068.218 | 45.736 | 5333.057 | 25.336

Tabla 4.4: Tabla de errores: Error Cuadratico Medio, Error Absoluto, Error Relativo Cua-
drético y Error Relativo Absoluto, para las variables transformadas

Ademas se han incorporado los intervalos de prediccion bootstrap dados en (2.8), en
donde, al igual que se hacia en los estudios de simulacién, se considerara el método
propuesto por Cao, Febrero-Bande, Gonzalez-Manteiga, Prada Sanchez y Garcia Ju-
rado, como alternativa al método bootstrap de Thombs y Schucany.

- 49 -



4.1 Modelo semiparamétrico 1: Modelizacion ARMA posterior a la
suavizaciéon 4

Predicciones de la superficie total quemada y
IC bootstrap

— Valores observados
e —— Valores predichos
N - = ICboot

Log(Ser)

Semana

Figura 4.11: Intervalos de predicciéon bootstrap para el modelo semiparamétrico 1 (para
las variables transformadas)

Finalmente, si deseamos obtener la predicciéon para la variable original (superficie to-
tal), debemos deshacer los cambios hechos anteriormente aplicando una exponencial.
Hechos los céalculos anteriores obtenemos:

Predicciones de la superficie total quemada

— Valores observados
T - = Valores predichos

2000 2500 3000

Sup. quemada (Ha)
1500
L

1000

500
I

0
I

Semana

Figura 4.12: Predicciones proporcionadas por el modelo semiparamétrico 1 y futuros valores
de la serie observados

Como se puede apreciar en la figura (4.12), el modelo semiparamétrico 1 proporciona
unas aproximaciones razonablemente buenas de la superficie total quemada en los
incendios forestales gallegos. Ademas obtenemos la siguiente tabla de errores:

Criterios de error
ECM EA ERC | ERA
179283.7 | 113.688 | 4882.217 | 13.454

Tabla 4.5: Tabla de errores: Error Cuadratico Medio, Error Absoluto, Error Relativo Cua-
dratico y Error Relativo Absoluto



4.2 Modelo semiparamétrico 2: Suavizacién posterior a la modelizacién
ARMA 4

4.2. Modelo semiparamétrico 2: Suavizacién poste-
rior a la modelizacion ARMA

Consideremos la expresion matemaética de este modelo,
XYJY-[H = X%+1 + f(gT)a (4-5)

donde la primera componente se estima mediante técnicas paramétricas (metodologia
Box-Jenkins), mientras que la segunda se lleva a cabo de forma no paramétrica.

4.2.1. Modelizacion ARMA de la serie

Empezaremos realizando la estimacion paramétrica de la serie temporal:
(517...,ST>, con T = 468.

Para ello, dado que la serie (4.1) presenta variabilidad no constante, hemos decidido
aplicar una transformacion logaritmica.

Representacion de la serie transformada
mediante log

log(Si+1)

Figura 4.13: Grafico secuencial de la serie temporal transformada mediante el logaritmo

Es decir, aplicaremos la metodologia Box-Jenkins sobre
{log(S1 +1),...,log(Sr+ 1)}, con T = 468.

Para la seleccion del modelo ARMA 6ptimo aplicaremos el criterio BIC, con érdenes
méaximos de 3 para p y ¢. El modelo 6ptimo segtin este criterio es un AR(1), con los
siguientes parametros estimados:
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Parametros estimados
AR(1) o1 | intercept
coef. | 0.644 3.917
s.e. | 0.035 0.247

Tabla 4.6: Parametros del modelo AR(1) estimados por minimos cuadrados

Este ajuste nos proporciona los residuos (¢4, ...,er), que seran usados para calcular
la componente no paramétrica del modelo semiparamétrico (4.5).

4.2.2. Estimacion no paramétrica de la funcién de regresién

Dados los residuos obtenidos anteriormente (1, ...,e7), calcularemos su matriz his-
toérica asociada,
{(gtvgt-‘rl)}? con t = 17"'aT_ 1

y estimaremos la funcién de regresion de €, sobre g; |
m(z) =Elep | e = 2], (4.6)

mediante los cuatro estimadores no paramétricos de la funciéon de regresion conside-
rados (Nadaraya-Warson, lineal local, B-Splines y P-Splines).

Estimaciones no paramétricas

Xeste

NwW ° °
RLL
BS ° °
PS o
I T T T T 1

Figura 4.14: Estimaciones no paramétricas de la funcion de regresion

En los dos primeros casos utilizaremos como funciéon kernel la densidad gaussiana
y seleccionaremos el pardmetro ventana usando el criterio de wvalidacion cruzada,
mientras que en los dos tltimos se seleccionarén los grados de libertad de acuerdo al
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criterio GCV. Se elegird como modelo no paramétrico 6ptimo aquél que nos propor-
cione un menor error cuadratico medio (sobre la matriz historica de validacion), tal
y como se ha explicado en el algoritmo de la pagina 14.

La figura (4.14) muestra las cuatro estimaciones de la funcion de regresion consi-
deradas. Obsérvese como todas la estimaciones son bastante similares, excepto la
proporcionada por B-Splines que muestra un comportamiento menos suave.

Ejecutadas las M = 1000 iteraciones obtenemos:

Countadores
NW | RLL | BS | PS
231 179 | 64 | 526

Tabla 4.7: Contadores del mejor estimador de la funciéon de regresion en cada iteracion

La tabla anterior (4.7) sugiere que el mejor estimador no paramétrico de la funciéon
de regresion es P-Splines, pues es el que mejores resultados proporciona en 526 de
las M = 1000 iteraciones. Luego consideramos esta regresiéon como la mejor esti-
macién no paramétrica de las consideradas y representamos los ECM de los cuatro
estimadores:

ECM de los 4 estimadores

Estimador

Figura 4.15: Boxplots de los ECM

La figura (4.15) nos muestra que los ECM obtenidos en la regresion lineal local
incluyen mas valores atipicos superiores que los demés estimadores, por lo que su
uso no parece adecuado en este ejemplo. Obsérvese también como la distribucion de
los ECM con Nadaraya-Watson y P-Splines se comportan de modo similar.
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4.2.3. Predicciones del modelo semiparamétrico 2

Una vez calculada la componente paramétrica y no paramétrica del modelo semipa-
ramétrico 2 (4.5), podemos calcular las predicciones proporcionadas por el mismo.
Para ello utilizaremos un algoritmo anélogo al dado en la pagina 26, con las salve-
dades que ahora el modelo ARMA considerado es un AR(1) y las estimaciones no
paramétricas son obtenidas por P-Splines. Este algoritmo se repetird n — T = 52
iteraciones, obteniendo asi las predicciones que el modelo semiparamétrico 2 otorga
al ano 2008. Hechos los célculos anteriores, podemos comparar las estimaciones con
los futuros valores observados de la serie (muestra de validacion), transformados
mediante el logaritmo.

Predicciones de la superficie total quemada

— Valores observados
—— Valores predichos

10

Sup. quemada (Ha)

Semana

Figura 4.16: Predicciones proporcionadas por el modelo semiparamétrico 2 y futuros valores
de la serie observados (para la variable transformada mediante el logaritmo)

Como se puede apreciar en la figura (4.16), las predicciones proporcionadas por el
modelo semiparamétrico 2 y los futuros valores de la serie (transformados mediante
el logaritmo) son bastante similares. Si calculamos los 4 tipos de errores considerados
tenemos:

Criterios de error
ECM EA ERC | ERA
2.998 | 1.388 | 1483.167 | 6.157

Tabla 4.8: Tabla de errores: Error Cuadratico Medio, Error Absoluto, Error Relativo Cua-
dratico y Error Relativo Absoluto, para las variables transformadas

Ademés, hemos construido los intervalos de prediccion bootstrap para este modelo
semiparamétrico de forma analoga al dado en (2.8). Los resultados obtenidos para
la serie transformada son:
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Predicciones de la superficie total quemada
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Figura 4.17: Intervalos de prediccion bootstrap para el modelo semiparamétrico 2 (serie
transformada)

Finalmente, si deseamos calcular la prediccion para la serie original (superficie total),
debemos deshacer los cambios anteriores aplicando una exponencial y obtenemos:

Predicciones de la superficie total quemada

— Valores observados
- = Valores predichos

Sup. quemada (Ha)
500 1000 1500 2000 2500 3000

o
I

Semana

Figura 4.18: Predicciones del modelo semiparamétrico 2 y futuros valores de la serie ob-
servados

Como se puede apreciar en la figura (4.18), las predicciones proporcionadas por el
modelo semiparamétrico 2 son razonablemente buenas. Los errores obtenidos son:

Criterios de error
ECM EA ERC | ERA
188610.400 | 115.620 | 36040.950 | 32.468

Tabla 4.9: Tabla de errores: Error Cuadratico Medio, Error Absoluto, Error Relativo Cua-
dratico y Error Relativo Absoluto



4.3 Analisis comparativo 4

4.3. Andlisis comparativo

Ajustados los dos modelos semiparamétricos vistos en este trabajo, podemos realizar
una analisis comparativo entre ambos con el fin de estudiar cual de ellos propor-
ciona mejores predicciones. Para ello utilizaremos los cuatro tipos de errores con-
siderados, y ademés, tomaremos como modelo referencia el puramente paramétrico
(Box-Jenkins), que ha resultado ser un ARIMA(3,0,0) x (2,1, 3)s2.

Una apreciacion visual de las tres estimaciones puede contemplarse en la siguiente
grafica:

Predicciones de la superficie total quemada

— Valores observados
— B-J
— SP1
— SP2

1

1

1

Sup. quemada (Ha)

1

1000 1500 2000 2500 3000
1

500
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!

2007.5 2008.0 2008.5 2009.0

Semana

Figura 4.19: Predicciones obtenidas por Box-Jenkins y los dos modelos semiparamétricos

Finalmente, se muestra una tabla comparativa de los tres modelos de prediccion, en
donde se reflejan los diversos errores considerados.

Criterios de error

Modelo ECM EA ERC | ERA
BJ 190913.60 | 111.94 | 32120.26 | 30.40
SP1 179283.70 | 113.68 | 4882.21 | 13.45
SP2 188610.40 | 115.62 | 36040.95 | 32.47

Tabla 4.10: Tabla de errores: Error Cuadratico Medio, Error Absoluto, Error Relativo
Cuadratico y Error Relativo Absoluto (para las tres predicciones)

La tabla anterior (4.10) sugiere que el modelo semiparamétrico 1 es el que propor-
ciona mejores resultados, pues es el que aporta menores errores (excepto en el Error
Absoluto donde el modelo puramente paramétrico proporciona mejores resultados).
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Capitulo 5

Conclusiones

Los incendios forestales son una de las mayores amenazas ambientales, econémicas
y sociales de muchas zonas del planeta. En el Sur de Europa se han convertido
en el principal problema para las autoridades ambientales. En el caso de Galicia
presentan una especial incidencia en determinadas zonas de la comunidad auténoma
y que debido a su origen provocado suponen un desafio para el futuro de la region.

El desarrollo de metodologias de cualquier tipo, pero en especial de aquellas con-
trastadas por la evidencia de los datos, permitirdA una mas eficaz organizaciéon y
planificacion de la lucha contra el fuego, lo que redundard en menor ntimero de
superficie quemada y menor riesgo para vidas y bienes.

En este trabajo se ha realizado una revision de dos modelos de prediccion semi-
paramétricos para series temporales, los cuales descomponen la prediccién en dos
componentes. Una de ellas es estimada mediante técnicas de regresiéon no paramé-
trica, mientras que la otra se lleva a cabo con modelos Box-Jenkins.

El primer modelo, (Garcia Jurado et al., 1995), descompone la prediccion en una
componente no paramétrica que estima la tendencia seguida de una estimacién Box-
Jenkins de los residuos, mientras que el segundo ,(Dabo Niang et al., 2010), esta
basado en la estimacion de la representacion ARMA, seguida por una regresion no
paramétrica para capturar la parte no lineal.

El comportamiento de estos sistemas de predicciéon ha resultado ser competitivo en
comparacion con otros modelos de prediccién en series temporales, tales como los
modelos no paramétricos o la metodologia Box-Jenkins. Esto puede observarse en
los diferentes estudios de simulacion del capitulo 3, o en la aplicaciéon a datos reales
del capitulo 4.

Finalmente, hemos considerado también los intervalos de predicciéon bootstrap para el
modelo semiparamétrico 1 y se han propuesto, de forma analoga, otros para el modelo
semiparamétrico 2. Estos han mostrado un comportamiento competitivo respecto a
los intervalos de prediccién clésicos, con la ventaja anadida de su generalidad, ya que
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no precisan de fuertes hipotesis realizadas sobre los residuos.



Apéndice A

Base de datos

La base de datos ! analizada en este trabajo recoge los incendios registrados en Gali-
cia, en el periodo que va desde el ano 1999 al 2008. El total de incendios registrados en
estos 10 anos es de 85134, a los cuales se le han registrado 158 variables, clasificadas
en: localizacion, fechas, inicio y causas, terreno, tipo, medios, partes, consecuencias,
clima e indices de riesgo, y que pasaremos a comentar a continuacion.

A.1. Variables de localizacion

Hacen referencia al lugar donde ha ocurrido el incendio, conteniendo las coordenadas
geogréficas del incendio, provincia, distrito, ayuntamiento o parroquia (entre otros).
Asi, por ejemplo la distribucion de los incendios por provincias resulta.

id de provincia

12.22

Figura A.1: id de provincia

!Fuente de informacién: Ministerio de Agricultura Alimentacién y Medio Ambiente
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A.2 variables de fechas A

La figura (A.1) muestra que Ourense es la provincia gallega con mayor frecuencia
de ignicion ya que el 35.85 % de los incendios tienen lugar ahi. Seguidamente Ponte-
vedra, A Corurnia y Lugo con porcentajes de ignicion de 28.52 %, 23.41 % y 12.22 %,
respectivamente.

Otra division atractiva desde el punto de vista forestal es el de los distritos. De esta
forma obtenemos una division de la comunidad en 19 distritos.

Figura A.2: Division territorial por distritos

Analizando la distribucion de los incendios forestales de esta forma obtenemos que
los distritos con mayor porcentaje de ignicion son: Valdeorras-Trives (8.49 %), O
condado-A Paradanta (8.48 %), Verin-Viana (8.47 %), Caldas-O Salnés (7.985 %), A
Limia (7.48%) y Mino-Arnoia (6.97 %). Estos resultados corroboran la tendencia
provincial comentada anteriormente, observando como gran parte de los distritos
mencionados pertenecen a Qurense. Sin embargo la tendencia de ignicion esta cam-
biando en los tltimos anos, aumentando el nimero de incendios en las zonas costeras,
especialmente en épocas veraniegas. Debido a este cambio, tenemos que el distrito de
Caldas-O Salnés se sittia entre los més castigados en cuanto a nimero de incendios.

A.2. variables de fechas

Las variables del conjunto fechas hacen referencia a registros temporales de variables
relacionadas con los incendios, como fecha o hora del inicio y fin de los incendios, asi
como del control. Ademéas también estan registradas las mediciones de los instantes
de tiempo donde se producen las intervenciones de los diversos medios de extin-
cion, tanto aéreos como terrestres. Estas variables han servido para calcular otras
de duracion del incendio, o duracién desde que se produce el incendio hasta que es
controlado, y que tienen su importancia pues miden de alguna forma la eficacia con
la que actian los medios de extincién.
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A.3 variables de inicio y causas A

Semana

4000

3000
I

2000
I

1000
I
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13 5 7 9 12 15 18 21 24 27 30 33 36 39 42 45 48 51

Figura A.3: Distribucion de los incendios por semana

La figura (A.3) muestra la frecuencia de incendios segin la semana del afio. Posee un
aspecto bimodal, con una moda sobre la semana 10 (Marzo) y otra més acentuada
en Agosto-Septiembre. La primera se debe en gran parte a las quemas de rastrojos
en el inicio de la primavera mientras que la segunda se debe fundamentalmente a
acciones humanas, intencionadas o negligentes en condiciones de altas temperaturas
y sequedad propias del periodo estival.

A.3. variables de inicio y causas

El conjunto de variables de inicio y causas hacen referencia a la ignicion, esto es, el
comienzo del incendio. Aqui, se cuenta con variables categoéricas sobre el lugar del
incendio, quién lo ha detectado y cémo se ha producido. Ademaés, en el caso de que
el incendio fuese intencionado, se refleja cual ha sido la motivaciéon para provocarlo.

detectado por

14.29
0.36
7.38
32.81
3.51
35.94
5.7

poooooo

ooooooooooooooooooooooooooooo

Figura A.4: Porcentajes de la deteccion

La figura (A.4) revela como en la mayoria de los casos, los incendios son detecta-
dos gracias a la colaboracion de viajantes fijos (35.94 %), llamadas de particulares
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A.3 variables de inicio y causas A

(32.81%) y en menor medida, por el 112 (14.29%).

causa agrupada

Figura A.5: Distribucion de los incendios su causa

La figura (A.5) muestra la triste realidad en relacion a los incendios gallegos, y es que
el 82.49% de los incendios que se producen en esta comunidad son intencionados.
Otras causas importantes son negligencia (4.96 %), reproduccion (3.02 %) y natural
(1.04%). Téngase en cuenta también que la segunda categorfa con mas importancia
es la de desconocido (8.49%) y aunque no se sabe a ciencia cierta qué es lo que ha
provocado estos incendios, pensamos que gran parte de este porcentaje pueda de-
berse a actos intencionados.

Una vez estudiado cudl es la causa de los incendios, un anéalisis importante a posteriori
serfa ver qué ha motivado a estos individuos para que llegasen a plantar fuego. La
tabla (A.1) nos muestra las principales motivaciones en los incendios intencionados.

Estudio de la motivaciéon
Motivacion Porcentaje
Agricultures eliminar matogueira 44.46
Animais 1.48
Baixar prezo madeira 0.10
Cazadores 2.16
Gandeiros nacemento pasto 16.10
Obter modificacién uso do solo 0.67
Outras motivacions 20.04
Piromanos (enfermos mentais) 12.09
Vandalismo 1.14
Vinganzas 0.74

Tabla A.1l: Incendios intencionados. Motivacién
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A.4 variables de terreno A

A.4. variables de terreno

Estas variables se corresponden con el tipo de terreno sobre el que ha tenido lugar
el incendio, es decir, si es matoguera, bosque, pasteros ...

matogueira

5.55

94.45
:
1
Figura A.6: Distribucion de los incendios segiin el terreno

La figura anterior (A.6) nos muestra que en el 95.45% de los incendios se quema
matoguera.

A.5. wvariables de tipo

Las variables de tipo tienen en cuenta por donde se propaga el incendio. Existen tres
posibilidades.

i) Fuego de subsuelo: El fuego se propaga por la materia orgénica en des-
composicion y las raices. Casi siempre se queman despacio y en combustiéon
incandescente (poca o ausencia de llama) al no disponer de suficiente oxigeno.

ii) Fuego de superficie: El incendio se propaga por el combustible que encuentra
sobre el suelo, incluye la hojarasca, hierbas, arbustos y madera caida pero no
inmersa en la hojarasca en descomposicion.

ili) Fuego de copas: Existen 3 tipos

» Antorcheo: Paso de fuego de superficie a fuego de copas, pero solo de
forma puntual en algunos pies.

= Copas pasivo: Es el fuego que avanza por las copas de los arboles, acoplado
y dependiente de un fuego de superficie, si se extingue este se detiene el
de copas.
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A.6 variables de medios A

= Copas activo: Es el fuego que avanza por las coronas de los arboles inde-
pendientemente de la superficie. Solo se puede atacar de forma indirecta
y suele necesitar un viento mayor de 30 km/h y proximidad de copas (alta
densidad aparente de copas y largas copas).

incendio en superficie

98.99 1.01

0
1

Figura A.7: Distribucion de los incendios segtin el tipo

La figura (A.7) sugiere que en el 98.99 %, la propagacion del fuego se produce a través
de la superficie.

A.6. variables de medios

Este tipo de variables involucran todo tipo de medios que han trabajado en la extin-
cion del incendio, tanto sean humanos como maquinaria, terrestres o aéreos. Estas
variables miden todo el despliegue que se produce ante un incendio y permite, de
alguna forma, evaluar la gestion de la extincion de los incendios.

descargas helicopteros de extincién

50

40

30

20

10

. HNHHNHHHHHHHHmﬂmﬂﬂrrmmmwmmnwwm

02468 11 14 17 20 23 26 29 32 36 41 45 53 60 71 83 97

Figura A.8: Distribucion de las descargas de los helicopteros de extincion
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A.7 variables de partes A

Como se puede observar, la figura (A.8) muestra como se distribuye el nimero de des-
cargas efectuadas por los helicopteros de extincion. Apréciese que el ntimero habitual
de descargas oscila entre 2 y 7.

A.7. wvariables de partes

Las variables de partes informan cudl ha sido la forma escogida para atajar el fuego.
En la mayoria de los casos se opta por actitudes directas que consisten en intentar
neutralizar el fuego utilizando tanto medios terrestres como aéreos. El agua toma un
papel importante en este modo de actuacion.

Existen otras formas de extincién donde se adopta una actitud indirecta ante el
fuego. Aqui podemos mencionar por ejemplo, la apertura de cortafuegos que consiste
en abrir un espacio de terreno que no posea ningin tipo de combustible, y asi los
incendios forestales no se pueden esparcir. De esta forma no actuamos directamente
sobre el fuego pero estas actividades pueden ayudar a apagarlo. Otra posibilidad seria
provocar un contrafuego, es decir el fuego promovido voluntariamente, apoyado en
una linea de defensa suficientemente segura, que se propaga en direccién contraria al
avance natural del incendio que se combate. El propdsito es hacer que el contrafuego
“choque” con el incendio, lo cudl impedird momentaneamente el aporte de oxigeno,
debilitando al incendio.

El anélisis realizado sobre la base de datos muestra que aproximadamente en el
99.6 % de los incendios producidos se adoptan actitudes de ataque directo sobre el
fuego.

A.8. wvariables de consecuencias

Los incendios forestales ocasionan consecuencias en el paisaje, precisando del trans-
curso de décadas para paliar los efectos que estos sucesos ocasionan en el medio
ambiente. Estas consecuencias producidas por el fuego aparecen reflejadas en las di-
ferentes variables de este conjunto. Ademaés a las consecuencias materiales hay que
sumar, en ocasiones heridos o muertes, fundamentalmente personas del servicio de
extincion.

También se contemplan los danos ocasionados en infraestructuras (carreteras, telefo-
nia, ferrocarril, viviendas, ...) y mediciones de la superficie quemada en funcion del
tipo de terreno. Estas tltimas variables son de gran importancia y permiten desa-
rrollar el objetivo fundamental de este trabajo, que no es otro que el de realizar un
analisis temporal exhaustivo sobre la superficie total quemada y obtener predicciones
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A.9 variables de clima A

en instantes de tiempo futuros 2.

efectos de erosion

O 3.23
O 76.72
O 20.05

Alto Baixo Moderado

Figura A.9: Porcentajes de los efectos de erosion

La figura (A.9) muestra que en el 76.72% de los casos, el efecto erosivo producido
por los incendios es bajo, moderado en el 20.05% y alto en el 3.23 % restante.

A.9. wvariables de clima

Las variables climatoloégicas juegan un papel importante en el origen y transcurso
de los incendios. Por este motivo hay que realizar un estudio riguroso sobre ellas, ya
que condicionan el comportamiento y duracién del mismo. Estas variables conciernen
altitud, temperatura, humedad, velocidad y direccion del viento, ...

A continuacion (véase figura A.10) se muestra la distribucion de la temperatura
corregida 3. Como se puede apreciar, ésta presenta un comportamiento ligeramente
asimétrico hacia la derecha, con moda en torno a 25°C.

temperatura corregida

Frequency
6000 8000 10000
I I ]

4000
|

2000

r T T T 1
o 10 20 30 40

ta_corregida

Figura A.10: Distribucion de la temperatura corregida

2Veéase capitulo 4
3Temperatura asociada al incendio, medida a través de las estaciones de Meteogalicia y corregida
mediante un factor de altitud
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A.10 variables de indices de riesgo A

A.10. wvariables de indices de riesgo

En la literatura forestal existen cantidad de indices de riesgo desarrollados en dife-
rentes paises. Ahora bien, las causas del origen de los incendios es diferente de un
pais a otro, y por consiguiente un buen indice tiene que incorporar estos factores
diferenciadores.

En la base de datos aparecen implementados varios indices de riesgo pero muchos de
ellos incorporan tinicamente factores climaticos por lo que su resultado no es del todo
bueno, pues como se ha estudiado anteriormente (véase A.5), en Galicia el 82.48 %
de los incendios son intencionados y en consecuencia no parece adecuado considerar
indices de riesgo en los que sblo intervengan variables naturales.

indice de monte alegre

21.76

5.59
0.49

72.15

aswN

Figura A.11: Indice de Monte Alegre

La figura (A.11) muestra el indice de Monte Alegre, que resultéd ser el que mejores
resultados ha proporcionado de todos los implementados. Obsérvese que dicho indice
proporciona el valor 5 (riesgo muy alto), en el 72.15% de los incendios y el valor 4
(riesgo alto), en el 21.76 %. El grafico sugiere entonces que este indice proporciona
buenos resultados (riesgo alto o muy alto) condicionado a instantes en los que se ha
producido incendios. Ademas se ha comprobado el funcionamiento de este indice en
los dias sin incendios y los resultados obtenidos han sido bastante buenos.

A.11. Algunos resultados exploratorios relevantes

En el estudio de los incendios forestales se pueden analizar multiples caracteristicas,
si bien, algunas de las mas importantes son: el nimero de eventos (véase 1.1) y la
superficie quemada.
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A.11 Algunos resultados exploratorios relevantes A

Superficie quemada por afio

M large
regular
small

frecuencia
6000 8000
I ]

4000

2000
|
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0
L

ano

Figura A.12: Superficie quemada. El convenio utilizado es el siguiente: small si el valor de
la superficie total quemada (S) verifica S < 1 Ha., regular si 1 < S < 25 Ha. y large si
S > 25 Ha.

La figura (A.12) proporciona informacion acerca de la tipologia de los incendios ga-
llegos; v es que esta comunidad se caracteriza por sufrir un gran nimero de incendios
pero de poca extension, pues la mayoria de los incendios han sido catalogados como
Pequenos.

Otro aspecto a tener muy en cuenta seria el lugar de inicio del fuego ya que esto
puede informarnos acerca de cudl es la causa que lo ha llegado a provocar.

lugar de inicio por distrito

BASUREROS
CARRETERA

7000
L

CULTIVOS

LUGARES CON AFLUENCIA EXCURSIONISTAS|
OTROS LUGARES DEL MONTE _—
PISTA FORESTAL
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URBANIZACIONES
ViAS FERREAS —_—

5000

frecuencia
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L L L
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1000
L

id de distrito

Figura A.13: Lugar de inicio por distritos

La figura (A.13) muestra donde tiene lugar el inicio del fuego por distritos. Obsérvese
que la informacion suministrada en el grafico nos permite pensar en la intencionalidad
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A.11 Algunos resultados exploratorios relevantes A

de los incendios pues los lugares mas habituales de inicio son junto a carreteras,
pistas forestales y sendas. Veamos como en el distrito de Santiago-Meseta interior
(1503) existe una mayor proporcion de incendios iniciados junto a cultivos y esto
puede deberse a quemas de rastrojos en las actividades agricolas. Por otra parte, en
los distritos pontevedreses de Vigo-Baizo Mino y Caldas-O Salnés (codigos 3618 y
3619, respectivamente) se observa una mayor proporcion de incendios iniciados cerca
de las casas.

Finalmente, nos podemos preguntar dado el caracter intencionado de los incendios,
si existe alguna diferencia motivacional de unos distritos a otros.

Motivacion por distritos

AGRICULTORES ELIMINAR MATOGUEIRA
ANIMADVERSION CONTRA REPOBOACIONS
ANIMAIS

BAIXAR PREZO MADEIRA
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CONTEMPLAR LABOURAS EXTINCION

6000
,

DELINCUENTES PARA DISTRAER POLICIA
DISPUTAS TITULARIDADE MONTES

FAVORECER PRODUTOS DO MONTE

FORZAR RESOLUCION CONSORCIOSICONVENIOS
GANDEIROS NACEMENTO PASTO

GRUPOS POLITICOS =
OBTER MODIFICACION USO DO SOLO
= OBTER SALARIOS

OUTRAS MOTIVACIONS

PIROMANOS (ENFERMOS MENTAIS)
PROTESTA ACOTAMENTO CAZA

REPRESALIA O REDUCIRSE INVERSIONS
RESENTIMENTO CONTRA EXPROPIACIONS
REXEITAMENTO ESPAZOS NATURAIS
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Figura A.14: Lugar de inicio por distritos

En la figura (A.14) observamos como la motivacion principal de los incendios in-
tencionados es la eliminacion de las matogueras por parte de los agricultores. Un
aspecto a resaltar en este grafico es la baja proporciéon de incendios intencionados
en la provincia luguesa (codigos 2706-2710). Véase también el alto grado de incen-
dios provocados por pirémanos (enfermos mentales), especialmente en O Condado-A
Paradanta (3617) y Caldas-O Salnés (3619).






Apéndice B
Los modelos Box-Jenkins

Consideremos un proceso estocastico, esto es, un conjunto de variables aleatorias
definidas sobre el mismo espacio de probabilidad, en tiempo discreto y espacios de
estados continuo, {X;},.,, del que hemos observado parte de su trayectoria, es decir
una muestra de datos dependientes,

T1yeney X (B.1)

El subindice ¢t de cada variable aleatoria representa el instante de tiempo en que
es observada. El objetivo principal consistird en construir un proceso estocastico
sencillo que de manera razonable haya podido generar la serie (B.1). Una vez cons-
truido el modelo podremos comprender la dinamica de la serie de tiempo y obtener
predicciones en valores futuros del tiempo.

B.1. Procesos autorregresivos (AR)

Se define el proceso autorregresivo de orden p, AR(p), como el proceso estacionario
' {X,},cz, que admite la siguiente representacion:

Xt =c+ glet—l + ngXt_Q + ...+ prXt_p + Qy, (B2)
donde ¢, ¢1, ..., ¢, son constantes y {a;}, es ruido blanco (innovaciones).

El proceso autorregresivo de orden p, AR(p), explica el valor actual (X3) a través de
una funcion lineal de p valores pasados (X;_1, ..., X;—p).

1Un proceso estacionario es aquél que verifica:
i) pe = p, Vt.

ii) o2 = o2, Vt.

iii) y(t,t+k) =, Vi, k,

siendo ~(t,t + k) la funcién de autocovarianzas, es decir, ~y(s,t) = Cov(X;, Xy) =
E[((Xs = ps)(Xe = )] -

-70 -



B.2 Procesos de medias moviles (MA) B

B.2. Procesos de medias moéviles (MA)

Se define el proceso de medias mdviles de orden q, M A(q), como aquél proceso
{Xi}ez que admite la siguiente representacion:

Xt =c+a+ 91at_1 + 62@t—2 + ..+ 9qat_q, (BS)
donde ¢, 0y,...,0, son constantes y {a,}, es ruido blanco (innovaciones).

El proceso de medias moviles de orden ¢, M A(q), explica el valor actual (X;) como
una funcion lineal de ¢ valores pasados de un proceso de ruido blanco (a;_1, ..., a;—g).

B.3. Procesos ARMA

La incorporacién en un mismo proceso de una parte autorregresiva y otra de medias
moviles da lugar a lo que se conoce como los modelos ARMA. Entonces se definen
los procesos ARMA (p,q) como aquellos procesos estacionarios, {X;},.,, que admiten
la representacion:

Xi=ct+ o Xi1 + 0 Xi o+ ...+ 0 Xy
+ a; + Hlat_l + ggat_g + ...+ Qqat_q, (B4)
donde ¢, ¢1,...,¢,,01,...,0, son constantes y {a,}, es ruido blanco (innovaciones).
Los procesos ARM A generales explican el presente a través de una funcion lineal

de p observaciones y/o ¢ innovaciones consecutivas ocurridas en el pasado inmediato
(dependencia regular).

Observacion B.3.1 Es intuitivamente claro que:

i) ARMA(p,0) & AR(p).
ii) ARMA(0,q) & MA(q).

La ecuacion que define el proceso ARMA (B.4) puede escribirse de forma compacta
mediante la expresion:

¢(B)X; = c+ 0(B)ay, (B.5)

donde
#(B)=1—¢1B— ¢poB* — ... — ¢,B,
(B)=1+60,B+60,B*+ ...+ 6,B,

con B denotando el operador retardo, definido por:
BXt - Xt—l-

La clase de procesos ARM A que se acaban de presentar es una familia de proce-
sos estacionarios muy flexible, pues permiten modelizar una gran variedad de series
temporales generadas por procesos estacionarios.
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B.3 Procesos ARMA B

B.3.1. Procesos ARMA estacionales

En el caso particular en que sean nulos los coeficientes ¢; y ¢; con subindice no
miltiplo de s, tenemos procesos que explican el presente a través de una funcién
lineal de observaciones e/o innovaciones ocurridas en instantes multiplos del periodo
estacional s (dependencia estacional).

Podemos definir entonces los procesos ARMA estacionales, que denotaremos por
ARMA(P,Q),, como aquellos procesos estacionarios, {X¢},.,, que admiten la si-
guiente representacion:

Xt =c + (I)lXt—s + (I)QXt_QS + ...+ (I)pXt_ps
+ar+ 01,5 + Oa4_95s + ... + Oga,_qs, (B.6)

donde ¢, ®q,...,Pp,01,...0 son constantes y {a,}, es ruido blanco (innovaciones).

Observacion B.3.2 Es claro observar que se verifican las siguientes relaciones:

i) ARMA(P,0), <& AR(P),.
i) ARMA(0,Q), & MA(Q),.

La ecuacion que define el proceso ARMA (B.6) puede escribirse de forma compacta
mediante la expresion:
O(B*) X = ¢+ O(B’)ay, (B.7)
donde
®(B)=1— B — ®,B* — ... — &,B",
O(B) =1+ ©,B° +0,B* + ...+ 0,BY%,

con B denotando el operador retardo estacional, definido por

BSXt — ths-

B.3.2. Procesos ARMA estacionales multiplicativos

Aquellos procesos que modelizan conjuntamente la dependencia regular y estacio-
nal, se conocen como procesos ARMA estacionales multiplicativos. Estos admiten la
siguiente expresion:

&(B)B(B*)X, = ¢ + 0(B)O(B*)a,. (B.8)

Denotaremos estos modelos por ARM A(p, q) x (P, Q)s y son, en particular, procesos
ARMA(p + sP,q+ sQ) con muchos coeficientes nulos.

Esta clase de procesos ARMA (que incluye a los estacionales y a los estacionales
multiplicativos) que acabamos de presentar es una familia muy flexible de procesos
estacionarios.
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Apéndice C
Regresion no paramétrica

Los modelos de regresiéon permiten establecer la relacion entre la covariable X y la
respuesta Y de acuerdo a la relaciéon matematica,

y=m(x) +e, (C.1)

donde m(.) denota una funcion desconocida que representa el valor medio de Y,
condicionado a los valores de X y € un término de error,

m(z) =E[Y|X =z]. (C.2)

Los modelos de regresion paramétricos establecen una forma paramétrica para m y
son de gran utilidad ya que toda la informacién se resume en los pardmetros del
modelo y la interpretacion suele ser muy sencilla. Sin embargo, si la parametrizacion
elegida es demasiado rigida, y no ajusta bien a los datos, entonces las conclusiones
obtenidas pueden ser erréneas.

Ante este tipo de situaciones es necesario el desarrollo y aplicacion de modelos mas
generales y flexibles que permitan una correcta modelizacion matemética. En los
ultimos anos ha surgido una linea de investigacion en el campo de la estadistica
funcional no paramétrica que ha permitido el desarrollo y aplicaciéon de modelos méas
generales.

En los modelos de regresion no paramétrica no se supone ningin modelo conocido
sobre la funcién de regresion, m. A lo sumo se pide alguna condicién para la misma
como diferenciabilidad. La estimaciéon no parameétrica de m se obtiene mediante
técnicas de suavizado aplicadas localmente a los pares de observaciones

(l’i,y,L'), 7= 1,2,...,71.

El procedimiento es similar al utilizado en la estimaciéon de funciones de densidad.
El valor medio condicional para un intervalo pequeno de x se estima, no sélo con
las observaciones de dicho intervalo, sino con las de intervalos adyacentes. Esta in-
formacion se pondera en forma decreciente a medida que es mayor la distancia de la
observacion respecto al centro del intervalo.
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C.1 Regresioén tipo nicleo C

Entre los posibles métodos de suavizacion, podemos destacar:

Suavizadores kernel (Nadaraya, 1964; Watson,1964).

Suavizadores polinémico locales.

Cubic smoothing splines (Wahba, 1990; Hastie e Tibshirani, 1990).

Splines de regresion penalizados (Ruppert et al., 2003; Wood, 2006).

C.1. Regresion tipo nftcleo

El estimador tipo nucleo de Nadaraya-Watson de la funcién de regresion m (C.2)

viene dado por:
n
r — T;
K
k()
m(ﬁlj) = Z_n )
r — I;
K
> x ()
i=1
donde K es una funcion kernel (normalmente una densidad simétrica en torno al

cero), h es un parametro de suavizado, llamado ventana que regula el tamano del
entorno que se usa para llevar a cabo la estimacion y n es el tamano muestral.

(C.3)

El estimador tipo nicleo definido anteriormente puede reescribirse como:

YR ¢ h) Y= 3 W)Y

()
th(l') ~ )
r — T;
K
()
=1
y en consecuencia el estimador tipo nicleo de la funciéon de regresiéon es una media
(local) ponderada de los valores observados de la variable Y, donde

donde

thi(m) =1.

Una posibilidad para la eleccion del parametro de suavizado seria usar el método de
validaciéon cruzada. Para medir la bondad de ajuste que se consigue con la ventana
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C.2 Regresion lineal local C

h se podria usar el error medio,

1 n
= (g —(x))*.
n -

=1
Esta medida de error global aproximaria el error de prediccién. Sin embargo, la
aproximacion seria un tanto optimista ya que estariamos usando el valor Y; dos
veces: una a la hora de calcular el error, y otra a la hora de construir el estimador.
Para evaluar mejor el error de prediccion se suele usar el mismo criterio de error,

pero eliminando el dato i-ésimo cuando calculamos el error de prediccion para Y;.

Asi la funcién de validacion cruzada se define como:

CV(h) = =3~ (Vi = (X)), (C.4)

i=1

donde m_(;) denota el estimador de Nadaraya-Watson construido a partir de la mues-
tra original después de eliminar el par (z;,y;). La idea seria tomar aquel h que haga
que CV(h) sea minimo.

Teorema C.1.1 La funcién de validacion cruzada del estimador de Nadaraya-Watson
se puede escribir de la siguiente forma:

1 [y — ()
CV(h)=— = C.5
<>n;(14%), )
donde H;; es el elemento i-ésimo de la diagonal de la matriz de suavizado H necesaria
para calcular el estimador en los puntos (z1,...,x,). Es decir,

K (0
Hyi = 0

= — : (C.6)
> Kn(wi — )

donde K, (z) = %K (%)

C.2. Regresion lineal local

El objetivo general de la regresion polinomial local es aproximar localmente los da-
tos por un polinomio de grado p determinado . Aqui consideraremos el caso de la
regresion lineal local y en consecuencia el polinomio considerado sera de grado p = 1.

Esto es, dado A > 0 podemos proponer un modelo lineal valido s6lo en el entorno
(x —h,z+h).

La idea subyacente es que una funcién continua puede aproximarse razonablemente
bien por un polinomio de grado bajo. La aproximacion lineal puede expresarse me-
diante:

m(z;) =~ a(z) + B(x)z;, z; € (x —h,x+ h). (C.7)
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C.3 Regresion B-Splines C

Se ajustaria entonces por minimos cuadrados los parametros del modelo usando sélo
los datos del entorno (x — h, z + h). Al igual que sucede en el caso anterior (C.1), no
parece del todo razonable que todas las observaciones tengan los mismos pesos en el
intervalo (z —h, x+h) independientemente de su proximidad a x. Luego ajustarfamos
los pardmetros por minimos cuadrados ponderados, es decir:

n

Z (yi — alx) — B(z)a:) Kn(x — ;). (C.8)

i=1
En consecuencia, el estimador lineal local en el punto x vendra dado por,
mrr(z) = a(z) + b(x)x, (C.9)

donde a(x),b(x) denotan los valores que minimizan la suma de cuadrados ponderada

(C.8).

C.3. Regresion B-Splines

En este contexto, la funcion parcial m tiene la siguiente estructura:
m(z) = a1 By(v) + ... + ax Br(x), (C.10)
donde

= K indica el nimero bases.
= ay,...,ax son parametros desconocidos.
= B,...,Bg son funciones conocidas que dependen tnicamente de la posicién

de los llamados nodos.

Por lo tanto, en la regresion spline se reduce un problema de regresién no paramé-
trica a un problema paramétrico. Unicamente serd necesario estimar los coeficientes
ai,...,ax ajustando un modelo de regresion lineal.

Un spline es un conjunto de polinomios (de orden m) definidos en subintervalos,
construidos de tal forma que deben unirse “suavemente” en cada uno de los nodos
interiores, siendo éstos los puntos de corte de los subintervalos C' = {q}lL:O. Es decir,
el final del polinomio en un subintervalo debe coincidir con el inicio del polinomio
en el siguiente subintervalo (hasta la derivada m — 2).

Los B-Splines (bases de Splines) se calculan facilmente con el algoritmo de Boor:
i) B-Splines de grado m=0,
B?(x> = 1[C.j=0.7'+1](x)'
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C.4 Regresion P-Splines C

ii) B-Splines de orden superior,

T —cj _ C; 1—T _
B"(z) = —L B Yg) 4+ T Bml(y),
(@) Cjy1— ¢ 7 (@) Cj+m+1 — Cj+1 jH( )

Entre ellos los mas utilizados son los cubicos.

Representaciéon de 5 bases de B—spline

10
1

08

0.6
1

0.4

0.0

0 100 200 300

Figura C.1: Bases de B-Splines

La figura (C.1) muestra la representacion de 5 bases de B-Splines en el rango [0, 365].
El grado de los polinomios es 4 y en consecuencia hay tnicamente un nodo interior
(c; = 182.5), dado que el nimero de parametros necesarios para definir una funcion
Spline, K, es el nimero de nodos interiores (L — 1) més el orden del polinomio (m).
Obsérvese que en nuestro ejemplo cg = 0, ¢; = 182.5 y ¢y = 365.

C.4. Regresion P-Splines
Los P-Splines permiten solucionar el problema de selecciéon del ntimero y ubicacion
de los nodos en el modelo de regresion anterior.

Los P-Splines son suavizadores de bajo rango usando bases de B-Splines, usualmente
definidas en nodos uniformemente espaciados, anadiendo un término de penalizacién
aplicado directamente sobre los parametros, a;, para controlar la variabilidad de la
funcion m.

Los P-Splines utilizan el siguiente término de penalizaciéon relacionado con la curva-
tura de la funcién obtenida:

pen(m) = /m”(m)zdx. (C.11)
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Apéndice D
Software

Para la realizacion de este trabajo se ha utilizado en software estadistico R.

En los estudios vistos en el Capitulo 3 se ha utilizado la funcion arima.sim, que
permite simular observaciones de un modelo ARIMA.

Para programar el algoritmo de la pagina 14 se han hecho uso de las siguientes
funciones:
= gam de la libreria mgcv, que ha permitido calcular las regresiones de B-Splines
y P-Splines.

s npreg de la libreria np para calcular la estimacion proporcionada por la re-
gresion lineal local.

= Una funcion propia para calcular el estimador de Nadaraya-Watson y los diver-
sos criterios de error considerados (Error Cuadratico Medio, Error Absoluto,
Error Relativo Cuadratico y Error Relativo Absoluto).

En el analisis paramétrico (ARMA) de las series temporales se han utilizado las
siguientes funciones:

= adf.test de la libreria tseries para contrastar la estacionariedad de la serie
temporal.

= acf y pacf para calcular los graficos de autocorrelaciones simples y parciales,
respectivamente.

= mejor.arma, programada por el profesor German Aneiros Pérez, que permite
calcular modelos ARMA tentativos 6ptimos para algin criterio (en este trabajo
se ha utilizado el criterio BIC').

= arima que permite ajustar un modelo ARIMA a un conjunto de datos.
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D

= tsdiag, t.test y shapiro.test para la etapa de diagnosis de la serie mediante
Box-Jenkins.

Finalmente se ha programado la funciéon IC.boot que permite calcular los interva-
los de confianza bootstrap de los modelos semiparamétricos, utilizando para ello el
algoritmo propuesto por Cao, Febrero-Bande, Gonzalez-Manteiga, Prada-Sénchez y
Garcia-Jurado (1997), visto en la pagina 22.
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